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1 Einleitung

Ein Ziel der Planung klinischer Studien ist, die Entscheidung dartiber wie viele Patien-
ten rekrutiert und tiber welchen Zeitraum sie gegebenenfalls nachbeobachtet werden, so
optimal wie moglich zu treffen. Es sollen gentigend Patienten in die Studie aufgenommen
werden, um eine bestimmte Aussagekraft der Ergebnisse zu erzielen, aber auch nicht zu
viele Patienten zu lange in der Studie gehalten werden, um Patienten keinem unnétigen
Risiko auszusetzen. Der zweite Punkt, also die geringste notige Fallzahl zu ermitteln,
spielt gerade bei klinischen Studien mit besonders zu schiitzenden Studienteilnehmern,
wie zum Beispiel Kindern, oder im Fall von seltenen Erkrankungen eine wichtige Rol-

le.

Um eine in diesem Sinne optimale Fallzahl zu planen, ist es notwendig einige sogenannte
Storparameter vor Beginn der Studie abzuschétzen. Im Fall von rekurrierenden Ereignis-
daten sind das unter anderem die erwartete Basisrate und, falls man eine solche erwartet,
die Hohe der Uberdispersion. Die Basisrate ist die Ereignisrate, die man in einer Wirk-
samkeitsstudie fiir die Vergleichsbehandlung, also die Behandlung mit der beispielsweise
eine neue Behandlung verglichen werden soll, erwartet. Der Begriff Uberdispersion be-
sagt, dass die Varianz der Ereignisraten grofler ist als deren Erwartungswert (Cullagh u.
Nelder, 1983, S.131). Uberdispersion kann auf verschiedene Arten entstehen, zum Bei-
spiel durch positive Korrelationen zwischen den Ereignissen der untersuchten Individuen
(zum Beispiel Angehorigkeit zum selben Haushalt) oder durch Heterogenitét, die man in
Bezug auf die Basisraten zwischen den Patienten erwartet (Fahrmeir u.a., 2009, S.197).
Wenn Uberdispersion in den rekurrierenden Ereignissen vorliegt, kénnen diese durch ei-
ne negative Binomialverteilung modelliert werden, bei der die Anzahl der Ereignisse fiir
jeden einzelnen Patienten einer Poissonverteilung folgt und die Verteilung der Ereignis-
raten zwischen den Patienten als Gamma-verteilt angenommen wird (Cullagh u. Nelder,
1983, S.132). Eine genaue Abschitzung dieser Parameter gestaltet sich in der Praxis
haufig als schwierig, weil in der Regel keine ausreichenden Informationen aus Vorstudien
vorliegen beziehungsweise sich diese nicht einfach auf die untersuchte Population oder
das verwendete Design tibertragen lassen. Deshalb kann es sinnvoll sein Interimsanalysen
durchzufithren, um die Fallzahl nach Beginn der Studie an den spezifischen Charakteris-

tika des untersuchten Patientenkollektivs auszurichten.
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1.1 Verblindetes kontinuierliches Monitorieren

Ein adaptives Design umfasst alle Studiendesigns, bei denen in mehreren Stufen be-
reits im Studienverlauf gewonnene Daten verwendet werden, um Aspekte der Studie zu
verédndern (zum Beispiel Fallzahl, Randomisierungsverhéltnis, Anzahl der Behandlungs-
gruppen), ohne dass dabei die Integritdt und Interpretierbarkeit der Studienergebnisse

auf irgendeine Weise negativ beeintriachtigt werden, siche Bauer u.a. (2016).

Die Moglichkeit zur Fallzahlanpassung im Verlauf einer Studie stellte eine wichtige Mo-
tivation fir die Einfithrung von adaptiven Designs dar (Bauer u. a., 2016). Es existieren
verschiedene Anséitze, um die Fallzahl oder Laufzeit einer Studie durch eine Interims-
analyse, in der die Storparameter aus den bereits vorhandenen Daten geschétzt werden,
anzupassen. Ziel einer solchen Interimsanalyse ist es, die Laufzeit oder Fallzahl bei Ab-
weichungen der in der Studie beobachteten Storparameter von den im Planungsstadium
der Studie angenommen Stérparametern so anzupassen, dass die vorgegebene Power er-
reicht wird. Wie bei allen adaptiven Designs muss sichergestellt werden, dass dadurch
keine Inflation des Fehlers 1. Art eintritt.

Die Wahrscheinlichkeit eines Fehlers 1. Art « ist definiert als die Wahrscheinlichkeit,
die Nullhypothese in einem Experiment abzulehnen, obwohl sie tatsachlich wahr ist. Ein
Hypothesentest hat eine bestimmte Wahrscheinlichkeit « fiir den Fehler 1. Art, und die
Nullhypothese wird abgelehnt, sobald der p-Wert kleiner ist als o (Held u. Sabanés Bové,
2014). Im betrachteten Beispiel, einer klinischen Studie zur Wirksamkeit eines Medika-
ments, bedeutet ein Fehler 1. Art, sich dafiir zu entscheiden ein Medikament als wirksam
zu erachten, obwohl das Medikament in Wahrheit keinen Effekt hat (oder keinen einer
bereits etablierten Behandlung tiberlegenen Effekt). Es ist offensichtlich, dass es gerade
bei der Auswertung von klinischen Studien besonders wichtig ist, sicherzustellen, dass die
Wahrscheinlichkeit des Fehlers 1. Art eingehalten wird, um Patienten nicht zu gefdhrden.
Die Power eines statistischen Tests ist die Wahrscheinlichkeit, die Nullhypothese (auf ei-
nem bestimmten Signifikanzniveau «)) zu verwerfen, falls ein Effekt einer bestimmten
Groflenordnung tatsédchlich vorliegt. Auf das Beispiel einer klinischen Studie bezogen be-
deutet es, die Wahrscheinlichkeit die Wirksamkeit eines Medikaments zu erkennen, falls
es tatséchlich wirksam ist (oder eine hohere Wirksamkeit gegeniiber einer Vergleichsbe-
handlung hat).

Eine Frage, die sich der bei der Durchfithrung von Interimsanalysen stellt, ist, ob die
Zuordnung der Patienten zu den Behandlungsgruppen fiir die Interimsanalyse ,,entblin-
det werden sollte. Durch eine verblindete Interimsanalyse kann die Gefahr eines Fehlers
1. Art reduziert werden (Friede u. Miller, 2012; Chuang-Stein u. a., 2006). Daher ist ei-
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ne verblindete Schatzung der Storparameter fiir viele Verfahren zur Fallzahlanpassung
empfehlenswert. Auch aus logistischer Sicht betrachtet, stellt eine verblindete Schatzung
einen geringeren Aufwand fiir die Durchfiihrenden der Studie dar, da kein unabhéngiges
Datenmonitorierungskommittee, eine unabhéngige Expertengruppe, welche die Patien-
tensicherheit und Daten zur Wirksamkeit einer Behandlung im Verlauf einer klinischen
Studie tiberwachen, eingesetzt werden muss, um die Zuordnung der Patienten zu den Be-
handlungsgruppe fiir die Fallzahlanapssung zu entblinden. Randomisierte, kontrollierte
klinische Studien sind in der Regel Blindstudien. In einer Doppelblindstudie wissen we-
der die Patienten, noch das klinische Personal welcher Patient welche Behandlung erhalt.
Dies soll die Objektivitdt der an der Studie beteiligten Personen gewahrleisten, so dass
keine Moglichkeit besteht, dass die Ergebnisse durch das Wissen um die Zugehorigkeit

der Patieten zu einer bestimmte Behandlung beeinflusst werden.

Fiithrt man im Verlauf der Studie zu einem einzigen Zeitpunkt eine Schatzung der Stor-
parameter anhand der bis zu diesem Zeitpunkt erhobenen Daten durch, und berechnet
davon ausgehend eine neue Fallzahl ist das ein Verfahren zur Fallzahlanpassung. Eine
Erweiterung auf mehrere Schatzzeitpunkte, also eine wiederholte Fallzahlanpassung, ist
ebenfalls moglich. Fithrt man im Zeitverlauf der Studie zu kontinuierlich aufeinander-
folgenden Zeitpunkten eine verblindete Schatzung der Information des Effektschatzers
durch, spricht man vom verblindeten kontinuierlichen Monitorieren (blinded continuous
monitoring, kurz BCM). Beim kontinuierlichen Monitorieren wird die Studie gestoppt,
sobald ein Stop-Kriterium fiir die Information erreicht wird. Ein Vorteil der wiederholten,
kontinuierlichen Schiatzung gegentiber Verfahren mit Fallzahlanpassung ist eine geringere
Varianz in den resultierenden Fallzahlen bei etwa gleichen erwarteten Fallzahlen (Friede
u. Miller, 2012).

Friede u.a. (2018) entwickelten eine Methode zum verblindeten kontinuierlichen Moni-
torieren klinischer Studien mit negativ binomialverteilten Ereignisdaten als Endpunkt.
In einer Simulationsstudie zeigten sie, dass die Methode fiir die von ihnen untersuchten
Szenarien unter Einhaltung der Wahrscheinlichkeit des Fehlers 1. Art und der Power
im Mittel zu kiirzeren Studienlaufzeiten fithrte. Wurde die Rate zu Anfang der Stu-
die in der Planung korrekt eingeschatzt, verkiirzte sich die Laufzeit im Mittel um ca.
7%. War die tatsachliche Rate doppelt so hoch wie bei der Planung vermutet, verkiirz-
te sich die Laufzeit der Studien im Mittel um ca. 40%. Bei den simulierten Szenarien
orientierten sich Friede u.a. (2018) am Beispiel einer klinischen Studie zur schubférmig
remittierenden Multiplen Sklerose (RRMS) im Kindesalter mit jéhrlichen Schubraten als
Endpunkt.
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1.2 Zeitliche Trends in den Schubraten bei RRMS

Bei der von Friede u.a. (2018) entwickelten Methode wird davon ausgegangen, dass
sich die jéhrlichen Raten der Ereignisse (d.h. Schiibe) tiber die Zeit nicht verdndern. Die
Schubrate bei Multipler Sklerose bleibt jedoch im Verlauf der Erkrankung nicht konstant.
Tremlett u. a. (2008) berichten, dass sich ab dem zwanzigsten Lebensjahr die Schubrate
bei RRMS alle 5 Jahre um circa 17% verringert. In einer Metaanalyse tiber 13 placebo-
kontrollierte klinische Studien zur schubférmigen Multiplen Sklerose (RMS) berichten
Nicholas u. a. (2012), dass die jahrlichen Schubraten vom ersten zum zweiten Jahr deut-
lich abnehmen. Dabei wurden aus 13 klinischen Studien jeweils die Raten des ersten
und zweiten Jahres sowie der ersten beiden Halbjahre verglichen. Nicholas u.a. (2012)
stellten eine signifikante Verringerung der Schubraten innerhalb der klinischen Studien
vom ersten zum zweiten Jahr sowohl in der Placebogruppe als auch der Behandlungs-
gruppe fest. Dieser allgemeine negative Zeittrend wird damit erklart, dass Patienten zu
einem Zeitpunkt rekrutiert werden, an dem gerade sehr viele Schiibe auftreten und die
Schubraten im Laufe der Studie wieder auf ihr durchschnittliches Niveau zuriickgehen

(“regression to the mean”).

Eine Methode zur Fallzahlanpassung fiir rekurrierende Ereignisdaten mit zeitlichem
Trend in den Raten wurde von Schneider u.a. (2013) vorgestellt und in einer Simu-
lationsstudie untersucht. Die berichteten Ergebnisse zeigen, dass eine Fallzahlanpassung
mit Erreichen der Power und ohne Inflation der Wahrscheinlichkeit des Fehlers 1. Art
erreicht wird. Das dort beschriebene Modell der Daten wurde als Grundlage fiir die vor-
liegende Simulationsstudie genommen, um das verblindete kontinuierliche Monitorieren

von rekurrierenden Ereignisdaten mit Zeittrend zu untersuchen.

1.3 Aufgabenstellung

Methoden zum verblindeten kontinuierlichen Monitorieren werden angewendet, um in
Bezug auf Laufzeit und Fallzahl effiziente Studiendesigns zu erhalten. Es soll untersucht
werden, ob das von Friede u.a. (2018) vorgeschlagene verblindete kontinuierliche Moni-
torieren von rekurrierenden Ereignisdaten zuverlédssige Ergebnisse liefert, selbst wenn ein
negativer zeitlicher Trend in den Raten vorhanden ist, der beim Monitorieren und in der
Auswertung unberiicksichtigt bleibt. Weiterhin soll die Methode erweitert werden auf ein
Modell fiir rekurrierende Ereignisdaten mit negativem Zeittrend und Gamma-verteilten
Ereignisraten. Beide Methoden sollen in R implementiert werden und in einer Simu-

lationsstudie verglichen werden. Beide Methoden werden in Bezug auf die Power, die
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Wahrscheinlichkeit des Fehlers 1. Art und die durchschnittlichen Laufzeiten der Studien

nach Monitorieren verglichen.

1.4 Struktur der Masterarbeit

Es wird der Fall betrachtet, in dem in einer klinischen Studie die Anzahl von wiederholt
auftretenden Ereignissen (z.B. Schitben bei multipler Sklerose) erfasst werden sowie die
Zeitpunkte zu denen die Ereignisse auftreten. Der Schweregrad der Erkrankung variiert
zwischen den Patienten. Zusatzlich dazu nimmt die Rate, mit der Ereignisse auftreten,
im Verlauf der Studie fiir alle Patienten und beide Behandlungsgruppen in gleichem
Mafe ab. Solche Falle wurden zum Beispiel fiir klinische Studien zur Multiplen Sklerose
berichtet (Nicholas u. a., 2012). Es werden also Ereignisdaten mit heterogenen Raten und
einem negativen zeitlichen Trend in den Raten betrachtet. Daten mit den beschriebe-
nen Eigenschaften kénnen durch einen inhomogenen Poisson Prozess modelliert werden
(Lawless, 1987b; Schneider u. a., 2013).

Im folgenden Kapitel wird das statistische Modell, das der Simulation und Auswer-
tung der Daten zugrunde gelegt wurde, erlautert, sowie der verwendete Hypothesentest
und die Formel zur Fallzahlplanung. In Kapitel 3 wird die Methode zur Simulation der
Daten und die Implementierung des kontinuierlichen verblindeten Monitorierens in R
dargestellt. Im darauffolgenden Kapitel 4 werden die Ergebnisse beschrieben. Im letzten
Kapitel wird eine kurze Zusammenfassung der Ergebnisse gegeben und Einschrankun-
gen der durchgefiithrten Untersuchung und mogliche Fragestellungen fiir weiterfithrende
Studien diskutiert.
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2 Statistische Modelle, Hypothesentest und
Fallzahlplanung

2.1 Inhomogene Poisson Prozesse

Mehrere Moglichkeiten existieren, um einen inhomogenen Poisson Prozess zu definieren.
Eine gebrauchliche Definition legt den inhomogenen Poisson Prozess als stochastischen
Prozess mit folgenden Eigenschaften fest, wobei N(t) die Anzahl der Ereignisse zum
Zeitpunkt ¢ ist:

1. N(0) =0

2. {N(t),t > 0} hat unabhiingige Zuwiichse
3. P{N(t+h) — N(t) > 2} = o(h)

4. P{N(t+h) — N(t) = 1} = () + o(h)

und der Term o(h) eine Grofle darstellt, die schneller gegen null strebt als A, wenn h — 0.
Das bedeutet eine Funktionen f(h) ist o(h), wenn flllr%{% = 0} (Ross, 2008, Kap. 2).
—

Aus der Definition ergibt sich, dass die Anzahl der Ereignisse N(t) aus einem solchen

Prozess, die in einem Zeitintervall s auftreten, Poisson-verteilt ist mit :

(A(t+5) = A@®)"

n!

P{N(t+5) — N(t) = n} = exp (— (A(t + 5) — A(£)))

, n>0 (1)

wobei A(T) = [ A(t) dt die kumulative Rate bezeichnet (Ross, 2008, S.79).

Im Fall einer nach oben beschrénkten Intensitdtsfunktion A(¢) kann der inhomogene Pois-
son Prozess auch als Zufallsauswahl aus einem homogenen Poisson Prozess verstanden
werden (Ross, 2008, Kap. 2). Da bei einem negativen Trend die Raten im Verlauf der
Zeit immer kleiner werden, trifft dies auch auf die betrachteten Daten zu und es konnte
der thinning Algorithmus verwendet werden, um die Daten zu simulieren (Stoyan u. a.,

1995, S.45-46).
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2.1.1 Simulation eines inhomogenen Poisson Prozesses

In der Literatur finden sich unterschiedliche Algorithmen, um Daten aus einem inho-
mogenen Poisson Prozess mit Intensitdtsfunktion A\(¢) zu erzeugen, siehe zum Beispiel
Pasupathy (2010). Beim sog. thinning werden im ersten Schritt Ereignisse 77, ..., T)F aus
einem homogenen Poisson Prozess mit konstanter Rate A* erzeugt, wobei \* eine obere
Schranke fiir A(¢) ist. Im néchsten Schritt wird ein geeigneter Anteil dieser Ereignisse
wieder ,,geloscht®, gerade so, dass die Auftretenshaufigkeit der Ereignisse der gewtinsch-
ten Rate A(t) entspricht. Das Loéschen geschieht fiir jedes Ereignis unabhéngig und mit
der Wahrscheinlichkeit 1 — /\/\(*). Ein Beweis dafiir, dass dieses Vorgehen tatséachlich Daten
gemaf der gewiinschten Intensitétsfunktion A(¢) erzeugt, findet man bei Lewis u. Shedler
(1979).

Das Ausdiinnen kann dabei praktisch mit Hilfe einer Folge von unabhéngigen Zufallszah-
len [z1, 2, ...] geschehen, welche aus einer Gleichverteilung tiber dem Intervall [0, 1] stam-

men. Ein Ereignis T}7 wird geloscht, falls z;, > /\(;’: ) (Stoyan u.a., 1995, S.45-46).

2.2 Modell

Fiir die Simulation und Auswertung der Daten wurde das in Schneider u.a. (2013) be-

schriebene statistische Modell tibernommmen, welches im Folgenden beschrieben wird.

2.2.1 Zeittrend

Die Basisintensitatsfunktion A\g(¢,0) ist die Intensitatsfunktion der Kontrollgruppe. Sie
hingt von der Zeit ¢ und einem Parametervektor § = (ag, ay), § € R? ab. Der Zusam-
menhang zwischen Zeit und Intensitdt wurde, wie bei Schneider u.a. (2013), mit der

exponentiellen Funktion

)\0(15, 6) = exp(ozo + Oélt) (2)

festgelegt.

Bei einem negativen Zeittrend (oy < 0) fallen die Raten also im Laufe der Zeit ¢ ex-
ponentiell ab (siehe Abbildung 1). Dieses log-lineare Modell bietet den Vorteil, dass die
Rate Ao(t,0) fiir alle ap und oy positiv ist (Cox u. Lewis, 1966, S. 45).
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Abbildung 1: Intensitdtsfunktion im Zeitverlauf fiir beide Behandlungsgruppen und ver-
schiedene Werte von «;. Der Behandlungseffekt ist §; = log(0.5). Links:
kleine Zeittrends, rechts: grofle Zeittrends.

2.2.2 Behandlungseffekt

Als Parametrisierung fiir den Behandlungseffekt 5; wurde das logarithmierte Verhaltnis

der Raten aus den beiden Behandlungsgruppen verwendet: 3; = log (i;gg) Es wurde
davon ausgegangen, dass der Behandlungseffekt iiber die Zeit konstant bleibt.

Daraus ergibt sich die proportionale Intensitdtsfunktion mit o = 0 und z;1 = 1 fir
i=0,1

Ai(t,0, 51) = Ao(t, 0) exp(frz;) (3)
und die kumulative Intensitatsfunktion

Ai(t,0, 1) = Ao(t,0) exp(Prz;) = ; exp(ag)(exp(aqt) — 1) exp(S1x;) (4)

1

mit Ao(t, 9) = fg )\o(u, Q)du
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2.2.3 Uberdispersion

Die interindividuelle Heterogenitéit in den Raten wurde durch eine Gamma-verteilte Va-

riable U;; mit Erwartungswert 1 und Varianz ¢ modelliert (U;; ~ T'(1,¢071)).

Die individuelle Intensitatsfunktion, bedingt auf die Variable U;;, ist
Aij (.0, B1|Usj = uij) = uigAo(t, 0) exp(Br:) (5)
und die bedingte kumulative Intensitéatsfunktion

1
Aij(t, ap, aq|Usj; = wi;) = uija— exp(ap)(exp(aqt) — 1) exp(Piz;) (6)
1

(Schneider u. a., 2013).

2.2.4 Likelihood Funktion und Log-Likelihood Funktion

Es werden N Patienten zufillig und im Verhéltnis k£ : 1 den Behandlungsgruppen
(¢ = 0,1) zugeordnet. Jeder Patient j (j = 1,...,n;) wird tber den Zeitraum [0, T;;]
beobachtet. Im Beobachtunszeitraum treten wiederholt Ereignisse zu den Zeitpunkten
tij1 < ... < tijy,, auf, wobei Yj; die Gesamtzahl der Ereignisse fiir einen Patienten j in

Gruppe ¢ darstellt.

Die Likelihood L(p, 8, 81) ist gegeben als

i=0j=1 1]7 (zzﬂl) F( 1)Y'LJ' (1 + 90A0( e )exp(gjiﬂl))yu—ﬂo_l
(7)
wobei der zweite Teil die Likelihood eines Negativ-binomial Modells ist Lawless (1987b).

L(p,0, 1) HH (H ”k’ xp(x Zﬁl)) % (Sp_i—FYij) (Ao (T35, 0) exp(z;31)) Y

Die Log-Likelihood ist
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<

ij 1 ng

[ + artijr] + Z Z Yi;(log(p) + zif1)

1 i=0 j=1
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+

~
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<
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-

[(Yij + ¢ ") log (1 + pa; ' exp(ag) exp(z;81) (exp(ai Tij) — 1))] (8)

«
Il

<
<
Il

-

M

(Schneider u. a., 2013).

2.3 Hypothesentests

Im betrachteten Modell lasst sich die Wirksamkeit einer Behandlung tiber den Vergleich
der Raten Ao(t) und A (¢) erfassen. Je wirksamer eine Behandlung, desto weniger Ereig-

nisse (zum Beispiel Schiibe) treten auf. Es soll getestet werden, ob eine neue Behandlung

Ai(t)
Ao(t) <1

wirksamer ist als eine Kontrollbehandlung, also, ob das Verhaltnis der Raten

beziehungsweise das logarithmierte Verhéltnis 5; = log (:\\;g) < 0.

Um die Nullhypothese Hy : 51 > 0 gegen die Alternative Hy : 5; < 0 zu testen, kann ein
Wald-Test verwendet werden. Die Teststatistik des Wald-Tests ist unter Annahme der
Nullhypothese asymptotisch standardnormalverteilt, also f—l ~ N(0,1). Die Nullhypo-

B1

these wird abgelehnt, falls f—l < Z(a/2)-
B1

Um den Effektschitzer 5 zu erhalten wurde die Log-Likelihood aus (8) tiber alle Parame-
ter im Trend-Modell v = (51, o, 1, ¢) maximiert. Der ML-Schatzer des Behandlungs-
effekts ist asymptotisch verteilt als By ,,, & N (51, [1(v)*]511), wobei I(7) die Fisher-
Informationsmatrix, das heifit der Erwartungswert der negativen zweiten partiellen Ab-
leitung der Likelihood aus (7) nach den Parametern, ist, siche z.B. Held u. Sabanés Bové
(2014). Der Standardfehler des Effektschétzers entspricht dann \/m . Fiir das
Trend-Modell wurde /[I(v)~] 5,5, basierend auf der von Schneider u. a. (2013) berich-
teten Log-likelihood (8) berechnet (siehe Anhang A). Die Formeln zur Berechnung der
Varianz von 51 sind in Kapitel 3 sind im Abschnitt 3.2 Information fiir beide Modelle
dargestellt. Die Formel zur Berechnung der Varianz des ML-Schétzers von 3; im Negativ-

Binomial-Modell wurde aus Friede u. a. (2018) iibernommen und ist ebenfalls in Lawless
(1987b) beschrieben.
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2.4 Fallzahlplanung

Vor Beginn einer klinischen Studie wird die Fallzahl berechnet, die unter Annahme eines
bestimmten Effekts benétigt wird, um, unter festgelegter Wahrscheinlichkeit fiir einen
Fehler 1. Art «, die erwiinschte Power (1 — ) zu erreichen. Im Planungsstadium wird
davon ausgegangen, dass jeder in die Studie aufgenommene Patient iiber die gleiche Zeit-
spanne T nachbeobachtet wird (das heifit fir die Nachbeobachtungszeiten wird geplant
T;; = T fur alle T;;). Das entspricht der von Schneider u.a. (2013) untersuchten Situati-
on und die benétigte Fallzahl der Kontrollgruppe kann mit der in Schneider u. a. (2013)

berichteten Formel berechnet werden:

o= 222 (s (1 ) ro0 M) O

Die Parameter, die fiir die Bestimmung der Fallzahl abgeschétzt werden miissen, sind
die Uberdispersion ¢, die kumulative Rate Ag(T), 0*) sowie der erwartete, bzw. kleinste
klinisch relevante Effekt, 5*. Die Parameter 6 = (o, ;) miissen im Stadium der Fall-
zahlplanung nicht festgelegt werden, da von gleichen Nachbeobachtungszeiten, und somit
der gleichen kumulativen Rate Ay (7', 6*) fur alle Patienten ausgegangen wird (Schneider
u.a., 2013). Das bedeutet, dass es nicht notwendig ist, vor Beginn der Studie den Pa-
rameter fiir den zeitlichen Trend festzulegen, wenn zunéchst einmal davon ausgegangen

wird, dass alle Patienten die gleiche Nachbeobachtungszeit haben.

Im Fall ohne zeitlichen Trend kann diesselbe Formel verwendet werden. Hier sind die
kumulativen Raten gleich A\¢T" (Friede u. Schmidli, 2010; Keene u. a., 2007).
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3 Verblindetes kontinuierliches Monitorieren

3.1 Stop-Kriterium

Beim verblindeten kontinuierlichen Monitorieren wird vor dem Start der Studie ein Stop-
Kriterium festgelegt. Sobald die beobachtete Information in den Daten das Kriterium
erreicht oder iiberschreitet, wird die Studie beendet. Als Stop-Kriterium dient die In-
formation des Effektschétzers. Das Stop-Kriterium ist der Wert der Information, der
erreicht werden muss, um die vorher festgelegte Power zu erreichen bei gegebenem a-
Fehler-Niveau. Die Information des Effektschétzers ﬁAl ist definiert als die Inverse der
Varianz des Effektschitzers Z(f;) = var(BAl)_l (Friede u. Miller, 2012). Die kritische

Information Z* bei einem Wald-Test lasst sich mit folgender Formel berechnen:

AT 21,5)2

*2
1

I*:(

(10)

siche zum Beispiel Jennison u. Turnbull (2000, S.53).

3.2 Information 7Z,,;,

In dieser Arbeit sollen zwei Verfahren zum verblindeten kontinuierlichen Monitorieren
von klinischen Studien mit rekurrierenden Ereignissen als Endpunkt miteinander vergli-
chen werden. Das erste Verfahren, im folgenden BCM-CONST, wurde von Friede u. a.
(2018) vorgestellt und ist eine Methode zum verblindeten kontinuierlichen Monitorie-
ren fiir negativ binomialverteilte Daten. Die Information Z,;, in diesem Modell wird in

folgendem Abschnitt beschrieben.

Negativ-Binomial Modell: Die Verteilung des Effektschatzers im Negativ-Binomial
Modell wird in Lawless (1987a) beschrieben. Der ML-Schétzer des Effekts e v st ap-

proximativ normalverteilt mit

Buarp ~ N (B, 1/Iy + 1/11) (11)

und mit
< Tojho

Iy = O
‘ Zl+90T0j)\o

=1

(12)
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und - T
I, = _ A 13
jgl 1 + gOle/\l ( )
Die Information des Effektschatzers ist die Inverse seiner Varianz
1 Iyl
TurrL 01 (14)

T UYL+ 1/, L+1

Das zweite Verfahren, im folgenden BCM-TREND), ist eine Erweiterung von BCM-
CONST fiir rekurrierende Ereignisdaten mit negativem zeitlichen Trend in den Raten
und der Likelihood aus (7).

Trend-Modell: Fiir das Trend-Modell wurde die Information 7 (31 ) aus der Fisher-
Informationsmatrix der Log-Likelihood Funktion berechnet. Der ML-Schétzer des Effekts
By a im Trend-Modell ist verteilt mit

Brarr AN (B, [I()7Y]) - (15)

21

Die Information des Effektschatzers ist die Inverse seiner Varianz

1
T = Ty, 16)

Die Fisher-Informationsmatrix I(v), deren Inverse und der Eintrag [I(v)~'],; wurden
aus den partiellen zweiten Ableitung der Log-Likelihood (7) hergeleitet, wobei der Ein-
trag [I(vy)™'];; aus einer 3x3 Matrix stammt, da alle partiellen gemischten zweiten Ab-
leitungen nach ¢ null sind (siche Anhang A). Der Schétzer der Information Ty wird

berechnet indem man fiir die Parameter deren ML-Schéatzer einsetzt.

3.3 Verblindete Schatzung der Information

Die verblindete Information I](\Z)L, welche in jedem Monitorierungsschritt mit der kri-
tischen Information Z* verglichen wird, muss aus den Daten ohne die Zuordnung der
Patienten zu den Behandlungsgruppen zu kennen, geschatzt werden. Die verblindete
Schatzung wurde mit Hilfe des sog. lumping approaches umgesetzt (Friede u.a., 2018).
Hierbei wird zuerst eine Gesamtrate aus den Daten aller Patienten geschétzt und dann,
mit Hilfe des vor Studienbeginn erwarteten Effekts 8F, Schatzer fiir die Raten in beiden

Behandlungsgruppen berechnet.
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Negativ-Binomial-Modell ML-Schétzer der Gesamtrate A und der Uberdispersion @
konnen mit der Funktion glm.nb() in R aus dem Paket MASS (Venables u. Ripley, 2002)
berechnet werden. Aus dem Schétzer der Gesamtrate wird mit Hilfe des angenomme-
nen Behandlungseffekts g7 eine Rate fiir die jeweilige Behandlungsgruppe verblindet
geschatzt.

Aoy = 20/ (1 + exp(37)) (17)
My = 2\ exp(B7)/(1 + exp(57)) = Aow) exp(5]) (18)

(Friede u. a., 2018)

Verblindete Schatzung der Information:

1 N R “
b _ _+ D
L7 = 1+k mz::l <TmA1(b)/(1 + @TmM(b))) (19)
1 N . I
= = 3 (Tudo /(1 + $Tdo)) 20)

m=1

mit m in 7, als Index der tiber alle Patienten m = 1,...,N lauft. Fur \; wird der

verblindete Schétzer 5\§b) und fiir ¢ der Schétzer ¢ eingesetzt. Dabei wird angenommen,

1
1+k

gleich grofle Patientenzahlen in Behandlungs- und Kontrollgruppe 0.5 mit & = 1. Der

dass die Beobachtungszeiten in beiden Gruppen gleich verteilt sind. betragt fiir
verblindete Schéatzer der Information des ML-Schétzers fiir den Behandlungseffekt setzt
sich zusammen als

70 70

70 _
ML [(()b) + I£b)

(Friede u. a., 2018).

Trend-Modell ML-Schéatzer der Gesamtrate ay zum Zeittpunkt ¢ = 0, des zeitlichen
Trends &; und der Uberdispersion ¢ kénnen mittels numerischer Maximierung der Log-
Likelihood aus 8 mit Hilfe der Funktion optim() in R geschétzt.

Der Parameter 5, wird in der Formel zur Schitzung der Information durch den ange-
nommenen Behandlungseffekt 57 ersetzt, um eine verblindete Schatzung der Information

durchzufithren. Es werden, wie oben fiir das Negativ-Binomial-Modell beschrieben, alle
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Beobachtungszeiten T,, = Ti,...,Tn bei der Berechnung der Terme der jeweiligen Be-
handlungsgruppe verwendet und das Randomisierungsverhéaltnis ﬁlk, genutzt, um eine
verblindete Schétzung der jeweiligen, fiir eine Behandlungsgruppe spezifischen Terme zu
erhalten. Dabei wird wieder angenommen, dass die Beobachtungszeiten in beiden Grup-
pen gleich verteilt sind. Im Fall von gleich grofien Gruppen ist der verblindete Schétzer

der Information hier:

T -1 0.5 (0.52®)(®) — (0.5£(1)2) .
o) i = (0.52a®)i®) — (0.5a()2)(0.52e®i®) — (0.5f(1))2) — (0.52i(®)bp(®) — 0.52a) f(2))2 (22)
mit
(b)
— 2%
© =B {-5%}

(siche Anhang A).
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4 Implementierung und Szenarien der Simulationsstudie

Die Fragestellung, die in Kapitel 1.3 beschrieben wurde, wurde mit einer Simulations-
studie untersucht. Dazu wurden Datensétze in R (Version 3.3.1) R Development Core
Team (2008) fir verschiedene Parameterkombinationen simuliert und beide Verfahren
zum verblindeten kontinuierlichen Monitorieren (BCM-CONST und BCM-TREND) auf
die Datensitze angewendet. Da die Methode zum verblindeten kontinuierlichen Monito-
rieren aus Friede u.a. (2018) fiir Daten mit negativen Zeittrends in den Ereignisraten
untersucht werden sollte, wurden, zur besseren Vergleichbarkeit der Ergebnisse, die dort
beschriebenen Szenarien iibernommen und zusétzlich unterschiedliche Auspriagungen des
Zeittrends hinzugefiigt. Die simulierten Szenarien sind durch das Beispiel einer klinischen

Studie zu Multiplen Sklerose im Kindesalter motiviert.

Die Studienlaufzeit betrug in allen Szenarien maximal 48 Monate, mit einer 24-monatigen
Rekrutierungsphase, iiber die hinweg Patienten kontinuierlich und gleichméafig rekrutiert
werden. Die geplante Nachbeobachtungszeit im Design mit fester Studienlaufzeit betrug
24 Monate. Das Monitorieren wurden mit zwei moglichen Startzeitpunkten durchgefiihrt:
dem Start vor Ende der Rekrutierungsphase (nach 13 Monaten) und dem Start einen
Monat nach Ende der Rekrutierungsphase (nach 25 Monaten). Das Studiendesign mit
geplanter fester Studienlaufzeit von 48 Monaten wurde zum Vergleich ebenfalls simu-

liert.

Die Anzahl der Ereignisse in allen simulierten Datensatzen sollte der in (7) beschriebe-
nen Verteilung folgen. Wie die Methode zur Simulation der Daten eines inhomogenen
Poisson-Prozesses in R implementiert wurde, wird im folgenden Abschnitt beschrieben.
Im Anschluss wird die Umsetzung des verblindeten kontinuierlichen Monitorierens, der
Umgang mit aufgetretenen Schwierigkeiten bei der Schiatzung der Parameter und der

verblindeten Information sowie die Datenauswertung dargestellt.

4.1 Datengenerierung

Fir die Simulation der Daten wurde die Funktion simPP() in R geschrieben. Mit der
Funktion kann ein Datensatz generiert werden, der Ereignisdaten (Anzahl und Zeiten von
Ereignissen) aus einer fiktiven klinischen Studie mit NV Patienten aus zwei Behandlungs-
gruppen enthéalt. Die simulierten Ereignisse folgen einem inhomogenen Poisson Prozess
mit Intensitatsfunktion \;(t) = exp(ay + ant) und gamma-verteilten Raten. Das Rando-
misierungsverhéltnis der zwei Gruppen und der Behandlungseffekt kann iiber die Eingabe

von k und effect spezifiert werden.
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simPP(n0O, theta, effect, k, phi, fl1lwYRS, recrYRS, interimYRS)
Als Werte konnen tibergeben werden:

n0 Anzahl der Patienten in der Kontrollgruppe

- theta Parameter 6 = («g, ay)

- effect exp(f)

- k Randomisierungsverhaltnis

- phi Varianz der Gammaverteilung

- £11wYRS Nachbeobachtungszeit 7 in Jahren im Planungsstadium (Eingabe als
Zahl, fiir alle Individuen gleich)

- recrYRS Lange der Rekrutierungsperiode in Jahren

- interimYRS Auswertungszeitpunkt (zur Simulation von Datenséitzen mit interin-

dividuell variablen Nachbeobachtungszeiten)

4.1.1 Aufbau der Simulationsfunktion

Rekrutierungszeiten Die Rekrutierungszeiten werden als kontinuierliche Zeiten gleich-
maéssig auf dem Intervall von T=0 bis zum Ende der Rekrutierungsszeit (hier T=2) in

Jahren generiert.

Heterogene Raten Es werden N gamma-verteilte Variablen U;; ~ I'(1,¢) in R mit
Hilfe der Funktion rgamma () generiert. Die heterogenen Raten fiir den Zeitpunkt 7" = 0

werden mit Hilfe dieser Variablen erzeugt als: A;;(0) = w;; exp(a) exp(z;51).

Zeittrend Es wird zuerst die Anzahl der Ereignisse pro Patient Y;; als Variable eines
stationéren Poisson Prozesses mit der Rate ;7" simuliert (\;; 1" = u;j exp(ayp) exp(z;61)T,
T= Gesamtbeobachtungszeit fir einen Patienten). Dies geschieht mit Hilfe der R-Funktion
zur Simulation von Poisson-verteilten Zufallszahlen rpois (). Fiir jeden Patienten werden
dann Yj; exponentialverteilte Ereigniszeiten simuliert. Die Ereigniszeiten werden mittels
Y;; gleichverteilter Zufallsvariablen auf dem Intervall [0, 7] mit der R-Funktion runif ()
zur Simulation gleichverteilter Zufallszahlen generiert. Der Zeittrend wird dann mit Hil-
fe der Ausdiinnung der Daten erreicht, siehe Lewis u. Shedler (1979) oder Stoyan u. a.
(1995) und Kapitel 2.1.1. Dazu wird zu jeder Ereigniszeit die entsprechende Rate A(t)

berechnet. Das Verhéltnis dieser Rate zur Anfangsrate \;;7° wird mit einer Zufallszahl,
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die gleichverteilt zwischen 0 und 1 ist, verglichen. Ist dieses Verhaltnis kleiner als die

Zufallszahl wird das Ereignis verworfen, andernfalls wird es behalten.

4.2 Verblindetes kontinuierliches Monitorieren

Fiir das Monitorieren wurde zunéchst ein Datensatz erzeugt, der die Daten einer Stu-
die mit fester Studienlaufzeit (48 Monate) und gleichen Nachbeobachtungszeiten fur alle
Individuen (24 Monate) enthélt. Zu jedem Monitorierungszeitpunkt wurde eine Unter-
menge der Daten betrachtet, die nur Ereignisse enthielt, welche vor dem Monitorierungs-
zeitpunkt aufgetreten sind. Fiir das Monitorieren wurden zwei mogliche Startzeitpunkte
gewahlt: Monat 13 oder Monat 25. Aus diesen Daten wurde die verblindete Information

I](\Z)L geschatzt.

Das Monitorieren wurde in monatlichen Zeitabstdnden durchgefiihrt. Sobald die verblin-
det geschatzte Information j](\f[)L gleich oder grofler der kritischen Information Z* war,
wurden die Daten unverblindet ausgewertet und die Ergebnisse gespeichert. Fiir diese
Simulationsstudie wurde die Power auf 0.8 (8 = 0.2) und das Fehlerniveau auf o = 0.025
(einseitig) festgelegt. Daraus ergibt sich eine kritische Information von 7* = 16.34 ge-
méB (9). Eine schematische Ubersicht iiber den Ablauf des verblindeten kontinuierlichen

Monitorierens wird in Abbildung 2 gegeben.

Bei der Umsetzung des kontinuierlichen Monitorierens mit den simulierten Daten in R
traten einige numerische Schwierigkeiten auf, die wie folgt gelost wurden. In einigen
Datensitzen (abhingig vom Parameter ¢) war die Uberdispersion in den simulierten
Daten nahe bei null. In solchen Féllen wurde bei BCM-CONST kein Negativ-Binomial-
Modell an die Daten angepasst, sondern auf ein einfacheres Modell zuriickgegriffen, das

Poisson-Modell und der Schitzer fiir die Uberdispersion ¢ auf null gesetzt.

Fir BCM-TREND ergab sich ein dhnliches Problem beim Schéitzen der kumulativen Ra-
ten. In Féllen, in denen kein negativer Trend in den Daten vorhanden ist, lassen sich die
kumulativen Raten nicht mit Formel (4) berechnen. Trat ein solcher Fall ein, wurden die
kumulativen Rate unter Auslassung des Trendparameters (entspricht d; = 1) geschétzt.
Bei der Maximierung einer Funktion mit dem Nelder-Mead Algorithmus tiiber die Funkti-
on optim() in R kénnen die Wertebereiche der zu schatzenden Funktionswerte nicht auf
einfache Weise auf bestimmte Bereiche restringiert werden. Dadurch resultierten bei der

Maximierung der Log-Likelihood im Trendmodell auch negative Werte fiir den Schétzer
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der Uberdispersion. In allen Fillen, in denen dies auftrat, wurde, nach Abschluss der
Optimierung der Schétzer der Uberdispersion auf einen Wert nahe bei null (179) festge-

legt.

Um die Konvergenz der ML-Schatzung mittels numerischen Optimierung zu verbessern,
wurden der Funktion optim() Start-Werte tibergeben. Im ersten Schritt wurden die

folgenden Startwerte fiir die Parameter gewahlt:

e Als Startwert fiir &y wurden die Rate der Ereignisse aus dem ersten halben Jahr

von jedem bis zum Monitorierungsszeitpunkt rekrutierten Patienten berechnet.

e Startwert fiir &; wurde auf den Wert -0.1 gesetzt, da hier keine sinnvolle Berechnung

moglich schien.

e Als Orientierung fiir den Startwert fiir ¢ diente die Formel fiir die Varianz der
Anzahl von Ereignissen in einem Negativ-Binomial Modell Y,,, ~ NegBin(\T,,, ¢),
Var(Ym) = pm(1 4+ @ity), mit m = 1,..., N. Die Formel wurde nach ¢ umgestellt
und fiir g, der Gesamtmittelwert der Anzahl der Ereignisse und fir 65, die Varianz

der Anzahl der Ereignisse bis zum Monitorierungszeitpunkt eingesetzt.

e Bei unverblindeter Auswertung: Startwert fiir Bl =log (Y1./Y0.)
Y; ist der Mittelwert der Anzahl der Ereignisse in Gruppe 1.

Konvergierte die Schéatzung mit diesen Startwerte nicht, wurden in einem zweiten Schritt
die ML-Schétzer aus einem Negativ-Binomial-Modell (berechnet mit glm.nb()) als Start-
werte verwendet. Als Startwert fiir den zu schitzenden Parameter oy wurde log(A,,, )

und als Startwert fiir den zu schéatzenden Parameter ¢, ¢y verwendet.

Tabelle 1: Prozentsatz der Fille in denen wegen fehlender Uberdispersion ein Poisson
Modell in BCM-CONST angepasst wurde oder ¢ < 1le=® bei BCM-TREND-

Iterationslimit wegen fehlender Uberdispersion in glm.nb() erreicht bei BOM-CONST [% der Fille]
oder ¢ < 1e=% bei BCM-TREND [% der Fille]

In finaler Analyse Wiéhrend des Monitorierens
Monitorierungsstart: 13 25 Feste Laufzeit \ 13 25 Feste Laufzeit
Methode: CONST 4.33% 2.65% 1.91% 18.55% 2.71% 0.84%
Methode: TREND 8.28% 5.38% 3.35% 22.44% 3.75% 1.35%

Sowohl in BCM-TREND also auch in BCM-CONST konvergierten nach diesen Schritten

alle Parameterschatzungen.
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Tabelle 2: Prozentsatz der Falle in denen die Schatzungen in BCM-TREND optim()
mit den ersten Startwerten nicht konvergierten und neue Startwerte geschatzt

wurden.
Alternative Schatzung der Startwerte fur optim() [% der Fille]
In finaler Analyse Wiéhrend des Monitorierens
Monitorierungsstart: 13 25 Feste Laufzeit \ 13 25 Feste Laufzeit
Methode: TREND 0.0577% 0.0679%  0.0908% ‘ 0.1224% 0.0301% 0.0429%

Tabelle 3: Prozentsatz der Félle in denen der geschitzte Parameter fiir den Zeittrend in
BCM-TREND sehr nahe null lag.

—1le % < d; < le—6 [% der Fille]

In finaler Analyse Wéhrend des Monitorierens
Monitorierungsstart: 13 25 Feste Laufzeit \ 13 25 Feste Laufzeit
Methode: TREND 0.0020% 0.0020%  0.0026% \ 0.0168% 0.0026% 0.0005%

4.3 Parameterschatzung und Wald Test

Beim BCM-TREND wurde die Log-Likelihood Funktio in R tiber optim() mit dem
Standardwert fiir den Algorithmus (Nelder-Mead) maximiert um ML-Schatzer der Pa-
rameter zu erhalten. Beim BCM-CONST wurden die ML-Schétzer der Parameter mit
glm.nb() ermittelt. Der Wald-Test wurde fiir beide Verfahren mit dem jeweiligen Schét-
zer des Behandlungseffekts und dessen Standardfehler durchgefiihrt. Bei BCM-TREND
wurde der Standardfehler von (3, mipnpyp UD€l die Inverse der Fisher-Informationsmatrix
der Log-Likelihoodfunktion geschétzt (siehe Anhang A). Bei BCM-CONST wurde der

Standardfehler von 3, Miponsy UDET glm.nb() ermittelt.
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4.4 Szenarien

Das Planungsszenario entsprach dem in Friede u.a. (2018) verwendeten Planungsfall
(AT = 0.36T, 8* =1og(0.5), ¢ = 0.82). Mit der Fallzahlplanungsformel (9), einer festen
Studienlaufzeit von 4 Jahren und einer Nachbeobachtungszeit von 2 Jahren fiir jeden
Patient, wurde eine Fallzahl von insgesamt N= 190 Patienten (entspricht 95 Patienten
pro Behandlungsgruppe) ermittelt. Simulationen wurden fiir folgende Szenarien durch-
gefiihrt, die, bis auf die Spezifikation des Zeittrends, analog zu den in Friede u.a. (2018)
simulierten Szenarien sind. Die Anfangsraten fiir das Trendmodell wurden jeweils aus
den kumulativen Raten und der Beobachtungszeit berechnet und der Parameter o ent-
sprechend angepasst (exp(ao) = Ao@ar

(exp(a1T)—1)
durchgefiithrt. Bei 2000 Simulationen liegt der Monte Carlo Fehler bei ~ 0.003 fiir die
Wahrscheinlichkeit des Fehlers 1. Art (v = 0.025) und ~ 0.009 fir die Power (1—/5 = 0.8).

). Es wurden 2000 Simulationen pro Szenario

Tabelle 4: Simulierte Szenarien

Parameter unter Hy

Kumulative Basisrate Ao(1) 0.36, 0.54, 0.72
Effekt exp(f) 1
Zeittrend Qaq 0, -0.3, -0.5, -0.7, -2.5, -3.5, -4.5
Heterogenitat %) 0.35, 0.82

Parameter unter H;
Kumulative Basisrate Ao(1) 0.36, 0.72
Effekt exp(f) 0.5, 0.375
Zeittrend Qaq 0, -0.3, -0.5, -0.7, -2.5, -3.5, -4.5
Heterogenitat %) 0.35, 0.82
Rekrutierungsphase Ty 24 Monate
Startzeitpunkts des Monitorierens T 13. Monat, 25. Monat
Nachbeobachtungszeit T 24 Monate
Studienlange Ta 48 Monate
Gesamtfallzahl N 190

Anzahl der Simulationen pro Szenario 2000
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Simuliere Datensatz

Die Anzahl der Ereignisse Y eines Individuums j (j = 1,...,n;) aus Gruppe ¢ (¢ = 0,1) mit Ereig-
niszeiten t;;1 < tijo < ... < t;;, im Beobachtungszeitraum [0, T;;] hat die Wahrscheinlichkeitsdichte

— ( Xo(tijn,8) exp(ziB1) (e~ +yij) (pAo(Tij,0) exp(zif1))¥H
fWlao,an et T) = (REFEERT) * Tt mrmtr s

BCM-CONST BCM-TREND

ML-Schétzer der

Parameter A, ¢ im

Negativ-Binomial
Modell mit glm.nb()
aus dem Paket (MASS)

ML-Schéatzer der
Parameter fur
das Trend Modell

o, a1,  mit optim()

70) Verblindetes Schatzen 50)
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Abbildung 2: Schematischer Ablauf des verblindeten kontinuierlichen Monitorierens
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5 Ergebnisse der Simulationsstudie

Methoden zum verblindeten kontinuierlichen Monitorieren werden angewendet, um in
Bezug auf Laufzeit und Fallzahl effiziente Studiendesigns zu erhalten. Damit beurteilt
werden kann, ob die Methode die regulatorischen Anforderungen erfiillt, muss festgestellt
werden, ob die vorher festgelegte Wahrscheinlichkeit des Fehlers 1. Art (a) eingehalten
wird. Aus Sicht des Sponsors einer Studie ist es von hoher Bedeutung, ob die vorher
festgelegte Power erreicht wird und ob die Studienlaufzeiten und/oder Fallzahlen, sobald
dies moglich ist, optimal angepasst werden. Mit Hilfe von Simulationsstudien fiir ver-
schiedene Datentypen und zu praxisnahen Beispielszenarien konnen die beschriebenen
Eigenschaften untersucht werden (Chuang-Stein u.a., 2006). In Friede u.a. (2018) wur-
de das verblindete kontinuierliche Monitorieren fiir negativ binomialverteilte Endpunkte
einer klinischen Studie mit einer Monte Carlo Simulationsstudie untersucht und es konn-
te gezeigt werden, dass in Féllen, in denen die Studienlaufzeit im Planungsstadium der
Studie iiberschatzt wird, nach Monitorieren geringere Studienlaufzeiten resultieren, unter
Beibehaltung der geplanten Power und ohne Inflation der Wahrscheinlichkeit des Fehlers
1. Art.

In diesem Abschnitt werden die Ergebnisse einer Simulationsstudie berichtet, in der
die Robustheit der von Friede u.a. (2018) entwickelten Methode (BCM-CONST) ge-
gentiiber der Verletzung der Annahme tiberpriift wurde, dass die Ereignisraten iiber die
Zeit konstant bleiben. Zusétzlich werden Ergebnisse zu einer Erweiterung des verblinde-
ten kontinuierlichen Monitorierens fiir rekurrierende Ereignisdaten mit gamma-verteilen
Raten und negativem Zeittrend in den Raten (BCM-TREND) vorgestellt. Es wurden
Ereignisdaten aus einem inhomogenen Poisson Prozess mit tiber die Zeit abnehmenden
Ereignisraten fiir verschiedene Szenarien simuliert und beide Methoden zum verblinde-
ten Monitorieren, BCM-CONST und BCM-TREND darauf angewendet. Es werden fiir
beide Verfahren die Wahrscheinlichkeit des Fehlers 1. Art, die Power (1 — 3), Uberde-
ckungswahrscheinlichkeiten der Konfidenzintervalle und Ergebnisse zur Verzerrung der
Schétzer (Bias) berichtet. Beide Methoden werden in Bezug auf Studienlaufzeit und Fall-
zahl fiir zwei mogliche Startzeitpunkte fir das Monitorieren verglichen (Beginn vor oder

nach Ende der Rekrutierungsphase).

5.1 Wahrscheinlichkeit des Fehlers 1. Art

Um die Rate des Fehlers 1.Art fiir die beiden verglichenen Verfahren zu bewerten, werden

die Szenarien betrachtet, die unter Giiltigkeit der Nullhypothese simuliert wurden. Fir
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Tabelle 5: Mittelwerte, Minimum, Maximum und Prozentsatz der Félle auflerhalb des
Bereichs von 42 Monte Carlo Fehlern fiir die Wahrscheinlichkeit des Fehlers 1.
Art bei BCM-CONST, BCM-TREND und das Design mit fester Studienlauf-
zeit (= ohne Monitorieren) fiir verschiedene Monitorierungsstartzeitpunkte.

Beginn des % der Falle innerhalb

Methode Monitorierens nach MW  Min. Max. von 0.025 + 2MCSFE
Monat 13 0.026 0.019 0.032 95.24%
BOM-CONST Monat 25 0.028 0.021  0.037 90.48%
Monat 13 0.027 0.022 0.032 92.86%
BCM-TREND Monat 25 0.028 0.021 0.036 90.48%
Gesamt 92.26 %
BCM-CONST Feste Laufzeit 0.027 0.022 0.033 88.1%
BCM-TREND Feste Laufzeit 0.027 0.022 0.033 88.1%

BCM-CONST und BCM-TREND wird die Wahrscheinlichkeit eines Fehlers 1. Art gemit-
telt iiber die Szenarien, in denen monitoriert wurde, betrachtet. Insgesamt weisen beide
Verfahren dhnliche Wahrscheinlichkeiten fiir den Fehler 1. Art auf. Fir BCM-CONST
liegt die mittlere Wahrscheinlichkeit des Fehlers 1. Art im Durchschnitt bei ~ 0.027
(Spannweite: 0.020 bis 0.037) und fir BCM-TREND bei &~ 0.027 (Spannweite: 0.022 bis
0.036). Die Ergebnisse unterschieden sich nur unwesentlich zwischen einem frithen und
spaten Start des Monitorierens (siehe Tabelle 5). Die mittleren Haufigkeiten eines Fehlers
1. Art liegen somit fiir beide Verfahren nahe am vorgegebenen Niveau von a = 0.025.
Unter Berticksichtigung des Monte Carlo Fehlers (M CSE) fiir 2000 Simulationen von
0.003 liegen die Abweichungen fiir 92.26% der Szenarien im Bereich von + ~ 2MCSFE
(siche Tabelle 5). Fiir die Szenarien auBerhalb dieses Bereichs liegen die hochsten Raten
bei 0.036 (BCM-TREND) und 0.037 (BCM-CONST). Fiir das Design mit fester Stu-
dienlaufzeit sind die Wahrscheinlichkeiten des Fehlers 1. Art d&hnlich verteilt. Hier liegen
88% der Wahrscheinlichkeiten fiir den Fehler 1. Art im Bereich von + ~ 2MCSFE, die
maximale Fehlerwahrscheinlichkeit fallt mit 0.033 dhnlich aus wie beim Monitorierungs-
start nach 13 Monaten, und etwas kleiner aus als beim Monitorierungsstart nach 25

Monaten.

Die Fehlerwahrscheinlichkeiten fiir beide Verfahren unterscheiden sich nicht bedeutsam
zwischen den Methoden oder Startzeitpunkten des Monitorierens. Ebenso unterschieden
sich die Fehlerwahrscheinlichkeiten nach Monitorieren im Mittel nicht wesentlich von
denen im Design mit fester Laufzeit (siehe Abbildung 3). Es gibt keine Anzeichen dafiir,
dass die Fehlerwahrscheinlichkeit bei der Anwendung von BCM-CONST durch einen
negativen Zeittrend in den Ereignisraten erhoht wird (siehe Abbildung 4). Die Abwei-
chungen von der nominalen Fehlerwahrscheinlichkeit o = 0.025 liegen, unter Betrachtung

des MC'SFE, im Mittel nur geringfiigig iiber dem erforderten Wert. Die Ergebnisse zeigen,
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Abbildung 3: Verteilung der Wahrscheinlichkeit des Fehlers 1. Art fiir BCM-CONST
und BCM-TREND fiir verschiedene Monitorierungsstartzeiten. Rote Linie:
festgelegtes Niveau a. Gestrichelte Linie: Monte Carlo Fehler (MCSE).
Gepunktete Linie: 2MCSE.

unter Berticksichtigung, dass pro Szenario nur 2000 Simulationen durchgefithrt wurden
und im Vergleich mit den Fehlerwahrscheinlichkeiten im Design mit fester Laufzeit, dass
durch das Monitorieren bei beiden Methoden von keiner praktisch relevanten Inflation

des Fehlers 1. Art auszugehen ist.

5.2 Uberdeckungswahrscheinlichkeiten der 95%-Konfidenzintervalle
fiir den Effektschatzer

Fiir alle Szenarien in denen unter der Hy oder der H; monitoriert wurde, liegt die Uber-
deckungswahrscheinlichkeit der 95%-Konfidenzintervalle (31 + 20,975031) im Durchschnitt
bei 94.78% fiir BCM-CONST und 94.76% fiir BCM-TREND, und somit nahe an den ge-
planten 95% (siche MW in Tabelle 6 und 7). Die Spannweite der 95%-Konfidenzintervalle
betragt fiir BCM-CONST 93.45% - 96.20% und fiir BCM-TREND 93.50% - 95.80%. Die
Uberdeckungswahrscheinlichkeiten unterscheiden sich nicht wesentlich zwischen BCM-
CONST und BCM-TREND (siehe Abbildung 5). Fiir eine Abbildung aufgeschliisselt

nach allen Szenarien siehe Abbildung 6.
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Tabelle 6: Mittelwerte, Minimum und Maximum fir BCM-CONST und BCM-TREND
und das Design mit fester Studienlaufzeit (= ohne Monitorieren) fiir verschie-
dene Monitorierungsstartzeitpunkte unter Hy.

Beginn des
Methode Monitorierens nach MW Min. Max.
Monat 13 94.73% 93.70% 95.65%
BCM-CONST Monat 25 94.62% 93.45% 95.70%
Monat 13 94.61% 93.70% 95.60%
BCM-TREND Monat 25 94.62% 93.70% 95.80%
CONST Feste Laufzeit 94.68% 93.75% 96.20%
TREND Feste Laufzeit 94.67% 93.75%  96.20%

Tabelle 7: Mittelwerte, Minimum und Maximum fiir BCM-CONST und BCM-TREND
und das Design mit fester Studienlaufzeit (= ohne Monitorieren) fiir verschie-
dene Monitorierungsstartzeitpunkte unter H;.

Beginn des
Methode Monitorierens nach MW Min Max
Monat 13 94.84% 93.85% 96.20%
BCM-CONST Monat 25 94.88% 93.60% 96.10%
Monat 13 94.87% 93.65% 95.70%
BCM-TREND Monat 25 94.87% 93.50% 95.70%
CONST Feste Laufzeit 94.83% 93.70% 96.10%
TREND Feste Laufzeit 94.82% 93.70% 96.10%

5.3 Bias

Nach dem Monitorieren mit BCM-TREND wurden die ML-Schatzer &g, &1, ¢ und 31
berechnet, indem die Log-Likelihood Funktion numerisch mit der R-Funktion optim()
maximiert wurde. Im Verfahren BCM-CONST wurden die ML-Schétzer 5\0, ¢ und Bl
mit der R-Funktion glm.nb() ermittelt. Der Bias der Schatzer fiir BCM-TREND wurde
berechnet, indem diese innerhalb jedes Szenarios gemittelt (iiber 2000 Simulationen) und

die Differenz zum jeweiligen wahren Parameter genommen wurde.

Der Bias fallt bei BCM-TREND fiir alle ML-Schétzer gering aus (siehe Tabelle 8). Be-
trachtet man den Bias bei BCM-TREND tiber alle Szenarien hinweg, in denen ein grofler
Behandlungseffekt (55 = —0.981) simuliert wurde, liegt der Bias im Mittel bei —0.0069.
Das entspricht einer geringen Abweichung vom wahren Parameter (um ca. 1%). Fir
einen etwas geringeren Behandlungseffekt (5; = —0.693) betragt der Bias —0.0019, und
in Féllen, in denen kein Behandlungseffekt simuliert wurde (5; = 0), liegt der iiber die
jeweiligen Szenarien gemittelte Bias von Bl bei ~ 0.0001. Der Behandlungseffekt wird
bei BCM-TREND im Mittel um eine Grofle, die maximal 3% des wahren Werts von
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Abbildung 5: Verteilung der Uberdeckungswahrscheinlichkeiten der 95%-
Konfidenzintervalle fiir die Schétzer des Behandlungseffekts. Rote

Linie: vorgegebenes Niveau von 95%. Gestrichelte Linie: Monte Carlo
Fehler (M CSE= 0.49%). Gepunktete Linie: 2M CSE.

B1 betragt, iiberschatzt und um maximal 2% unterschatzt. Auch fiir die Schatzer der
anderen Parameter nach BCM-TREND findet sich kein Hinweis auf einen bedeutsamen
Bias (siehe Abbildungen 8 und 9).

BCM-CONST liefert ebenfalls kaum verzerrte Effektschatzer El. Die Abweichung be-
tragt im Mittel -0.019 fiir groBe Effekte (5, = —0.981), -0.013 fiir mittlere Effekte
(81 = —0.693) und 0.0002 fiir Szenarien ohne Behandlungseffekt. Der Behandlungseffekt
wird bei BCM-CONST im Mittel um eine Grofle, die maximal 8% des wahren Werts
von (31 betragt, iiberschiatzt und um maximal 1.4% unterschétzt. Bei der Schitzung von
Uberdispersion zeigt sich nach BCM-CONST fiir grofie Zeittrends ein deutlicher Bias der
Schéatzer (sieche Abbildung 11). In einigen Féllen ist der Bias von ¢ bei BCM-CONST
ungewohnlich hoch. Das kommt daher, dass vereinzelte Schéatzer von ¢ sehr hoch sind
(¢ > 4000). Dies tritt ausschlieBlich bei BCM-CONST mit Monitorierungsstart nach
13 Monaten in sieben aller unter der Alternativhypothese simulierten Datensétze (=
0.006%) und in einem von allen unter der Nullhypothese simulierten Datensétze auf (~
0.001%). Die hohen Werte entstehen, wenn bei einem simulierten Datensatz nach Moni-
torieren mehrere Ereignisse innerhalb einer sehr kurzen Nachbeobachtungszeit auftreten
(beispielweise 5 Ereignisse innerhalb eines Tages). In der Praxis treten Schiibe bei MS
nicht in so kurzen Zeitabstanden auf, weshalb solche Félle bei einer klinischen Studie zur

MS nicht zu erwarten sind.
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Tabelle 8: Mittelwert, Standardabweichung, Minimum und Maximum des Bias fiir ﬁl
fiir verschiedene Startzeitpunkte des Monitorierens bei BCM-TREND, BCM-
CONST und dem Design mit fester Laufzeit.

Methode  Parameter 13 Monate 25 Monate Feste Laufzeit
51 MW (SD) [Min;Max] MW (SD) [Min;Max] MW (SD)[Min;Max

-0.981  -0.0054 (0.0083) [-0.0308;0.0085] -0.0084 (0.0075) [-0.0308;0.0024]  -0.0104 (0.0071) [-0.0320;0.0004

TREND -0.693 0.0001 (0.0068) [-0.0135;0.0133] -0.0039 (0.0058) [-0.0161;0.0102]  -0.0055 (0.0061) [-0.0201;0.0049
0 0.0001 (0.0055) [-0.0097;0.0144] 0.0002 (0.0049) [-0.0084;0.0145] 0.0001 (0.0044) [-0.0087;0.0094

-0.981  -0.0171 (0.0171) [-0.0532;0.0069]  -0.0217 (0.0215) [-0.0712;-0.0012] -0.0104 (0.0071) [-0.0321;0.0004

CONST -0.693  -0.0104 (0.0128) [-0.0424;0.0099]  -0.0163 (0.0177) [-0.0547; 0.0067]  -0.0056 (0.0061) [-0.0201;0.0048

0 0.0002 (0.0053) [-0.0103;0.0147] 0.0001 (0.0051) [-0.0100; 0.0148]

5.4 Power, Studienlaufzeiten und Fallzahlen

Fiir ein effizientes Design ist es wiinschenswert, dass die Power nahe beim vorher festge-
legten Wert liegt. Wird fortlaufend eine hohere Power erreicht, bedeutet das, dass mehr
Patienten oder eine lingere Studienlaufzeit realisiert wurden als notig gewesen wére, um
die Vorgaben zur Power aus dem Planungsstadium zu erfiillen. Durch das verblindete
Monitorieren soll in solchen Féllen eine kiirzere Laufzeit erreicht werden. Die Laufzeit
muss so abgeschétzt werden, dass noch genug Daten vorhanden sind, um die erwiinschte

Power zu erreichen.

Die Power nach dem Monitorieren variiert iiber beide Methoden und alle unter der H;
simulierten Szenarien hinweg zwischen 78.75 % und 99.95%. Der Monte Carlo Simula-
tionsfehler (MCSE) liegt bei ~ 0.009. Fir keines der beiden Verfahren unterschreitet
die Power nach Monitorieren in den unter der H; simulierten Szenarien das vorgegebene

Niveau von 0.8 um mehr als zwei MCSE.

Planungsszenario Im Planungsszenario (AT = 0.72, a3 = 0, ¢ = 0.82, exp(f1) = 0.5)
wird fiir BCM-CONST und fiir BCM-TREND nach beiden Monitorierungsstarts eine
Power von ~ 79% erreicht. Die durchschnittliche Laufzeit liegt bei &~ 44 Monaten und
ca. 63% der simulierten Studien haben die maximale Laufzeit von 48 Monaten. Es kommt
unter dem Planungsszenario auch bei einem frithem Monitorierungsstart vor Ende der
Rekrutierungsphase zu keiner Reduktion der Fallzahl. Die Ergebnisse zeigen, dass beim
Monitorieren in beiden Verfahren die Power eingehalten wird, wenn die Daten der Pla-
nungssituation entsprechen. Das ist wiinschenwert, denn die Laufzeiten sollten hier fiir
beide Verfahren nahe am geplanten Zeitrahmen bleiben. Auch wenn ein zeitlicher Trend
mit ansonsten richtig geplanten Parametern hinzukommt, wird die Power eingehalten
(siche Tabellen 9 und 10). Bei starken Zeittrends sind die Anfangsraten sehr hoch, was

erklart, warum hier fiir beide Verfahren kiirzere Laufzeiten erreicht werden. Ansonsten

0.0001 (0.0044) [-0.0087;0.0094
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fithrt eine Fehlspezifikation des zeitlichen Trends unterschiedlicher Grofenordnung und
ansonsten richtig geplanten Parametern, in den simulierten Szenarien zu keiner Unter-
schreitung der Zielpower bei BCM-CONST.

Power und Laufzeiten im Planungsszenario fiir kleine Zeittrends. Fiir die Lauf-
zeiten ist in jeder Spalte unter dem Wert fiir die Power angegeben: Median
der Laufzeit, die Interquartilsspanne und der Prozentsatz der Studien mit
maximaler Laufzeit (Median [IQS] und % maximale Laufzeit).

Tabelle 9:

Zeittrend
Methode Start nach a1 =0 a1 = —0.3 a; =—0.5 ay; = —0.7
CONST Monat 13 Power 0.79 0.79 0.81 0.81
Laufzeit 48 [40-48] 63.10% 48 [38-48] 62.40% 48 [38-48] 61.70% 48 [38-48] 63.50%
TREND Monat 13 Power 0.79 0.80 0.81 0.81
Laufzeit 48 [40-48] 63.10% 48 [38-48] 62.35% 48 [38-48] 61.60% 48 [37-48] 63.30%
CONST Monat 25 Power 0.79 0.79 0.81 0.81
Laufzeit 48 [40-48] 63.10% 48 [38-48] 62.40% 48 [38-48] 61.70% 48 [38-48] 63.50%
TREND Monat 25 Power 0.79 0.80 0.81 0.81
Laufzeit 48 [40-48] 63.10% 48 [38-48] 62.35% 48 [38-48] 61.60% 48 [37-48] 63.30%

Tabelle 10: Power im Planungsszenario fiir grofle Zeittrends. Fiir die Laufzeiten ist in je-
der Spalte unter dem Wert fiir die Power angegeben: Median der Laufzeit, die
Interquartilsspanne und der Prozentsatz der Studien mit maximaler Laufzeit
(Median [IQS] und % maximale Laufzeit).

Zeittrend
Methode Start nach a; =—2.5 a1 = —3.5 a; = —4.5
CONST Monat 13 Power 0.80 0.82 0.80
Laufzeit 48 [34-48] 62.75% 48 [33-48] 63.95% 48 [32-48] 60.85%
TREND Monat 13 Power 0.79 0.81 0.79
Laufzeit 48 [30-48] 62.15% 48 [27-48] 63.15% 48 [26-48] 59.70%
CONST Monat 25 Power 0.80 0.82 0.80
Laufzeit 48 [34-48] 62.75% 48 [33-48] 63.95% 48 [32-48] 60.85%
TREND Monat 25 Power 0.79 0.81 0.80
Laufzeit 48 [30-48] 62.15% 48 [27.75-48] 63.20% 48 [26-48] 59.70%

Abweichungen vom Planungsszenario Unterschiede zwischen den Verfahren ergeben
sich, wenn die Raten hoher oder die Uberdispersion geringer ist als die Parameter, die im
Planungsstadium fiir die Fallzahlplanung der Studie verwendet wurden. In solchen Féllen
sollten auch weniger Daten als geplant zur erwiinschten Power fiihren. Hier ergibt sich
zunéichst einmal fir beide Verfahren eine Verkiirzung der Laufzeit (siehe Abbildung 12).
Im Fall eines frithen Monitorierungsstarts und groflien Zeittrends resultieren jedoch bei
BCM-TREND effizientere Designs als bei BCM-CONST. Fir BCM-TREND ergibt sich
fiir den starksten negativen Trend eine Differenz in den Medianen der Laufzeiten von 2 -

4 Monaten. Vor allem wenn in dieser Situation (frither Monitorierungsstart und starker
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Zeittrend a1 = —4.5) nur einer der ,Storparameter® anders ausfillt als erwartet, also
die Uberdispersion bei der Planung iiberschétzt wurde oder die Basisrate unterschétzt
wurde, zeigen sich die Vorteile von BCM-TREND. Bei einer Uberschétzung der Uberdi-
spersion im Planungsstadium (¢* = 0.82, ¢ = 0.35, A¢T = 0.72) liegt das 50%-Quantil
der Studienlaufzeiten bei BCM-TREND 4 Monate unter dem 50%-Quantil der Studien-
laufzeit bei BCM-CONST. Das 75% Quantil der Studienlaufzeiten bei BCM-TREND
ist 7 Monate geringer als das 75%-Quantil der Studienlaufzeiten bei BCM-CONST. In
Bezug auf die Fallzahl ist fiir BCM-TREND Qo .95, .y, = 174 Patienten und fiir BCM-
CONST Qo.2500nsr = 188, was einen Unterschied von 14 Patienten darstellt. Bei einer
Unterschatzung der Basisrate (A§T = 0.72, ¢ = 0.82, AT = 1.44) zeigt sich im Median
und im 75%-Quantil eine Laufzeitdifferenz von 3 Monaten, mit der geringeren Laufzeit
unter BCM-TREND. Die der Median der Fallzahl ist dabei bei BCM-TREND um 24
Patienten geringer als bei BCM-CONST (Qos5.0nsr = 174 Patienten, Qospppnp = 150

Patienten).

In Fallen mit groferem Behandlungseffekt kann man mit dem verblindeten Monitorieren
die Power nicht steuern. Da beim verblindeten Monitorieren die Information verblindet
unter Zuhilfenahme des Planungseffekts geschatzt wird, zielt die Methode nicht auf die
Korrektur von Misspezifikationen der Effektgrofie ab und ist diesbeziiglich auch nicht
robust. Daher resultiert hier fiir beide Verfahren eine sehr hohe Power (Minimum 95.3%).
Wenn der Behandlungseffekt anders als erwartet ausfallt, findet man Unterschiede in den
Laufzeiten zwischen den Verfahren bei grofien Zeittrends und frithem Monitorierungsstart

(siche Abbildung 13).

Insgesamt weist BCM-CONST eine ahnliche Power wie BCM-TREND auf. Das deutet
darauf hin, dass die verblindet geschatzte Information f](\Z)L in BCM-CONST ebenfalls
ahnlich zu der in BOCM-TREND ist. Da der Schatzer fiir ¢ bei BCM-CONST bei grofier
werdenden Zeittrends eine Verzerrung aufweist (sieche Abbildung 11), in dem Sinne, dass
die Uberdispersion iiberschétzt wird, wird vermutet, unter Betrachtung der Terme (12)
und (13) die zur Berechnung der Information (14) verwendet werden, dass die kumula-
tiven Basisraten bei BCM-CONST bei der verblindeten Schiatzung tiberschétzt werden.
Eine Verzerrung in beiden Schéitzern, dem der kumulativen Basisrate und dem der Uber-
disperion, wiirde bei der Berechnung der geschétzten Information dazu fiihren, dass sich
die Verzerrung bei der Schétzung, falls der Bias fiir beide Werte in die gleiche Richtung

geht, gegenseitig in einem gewissen Umfang aufheben koénnte.
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Abbildung 10: Power fiir BCM-CONST und BCM-TREND und Designs mit fester Stu-
dienlaufzeit (= ohne Monitorieren). Das Planungsszenario ist grau un-
terlegt. Die rote Linie zeigt das vorgegebene Ziel fir die Power (1-8 =
0.8).
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Tabelle 11: Power fiir Abweichungen vom Planungsszenario fiir grofle Zeittrends und
einen Behandlungseffekt von exp(f;) = 0.5. Fir die Laufzeiten ist in jeder
Spalte unter dem Wert fiir die Power angegeben: Median der Laufzeit, die

Interquartilsspanne und der Prozentsatz der Studien mit maximaler Laufzeit
(Median [IQS] und % maximale Laufzeit).

Methode Start nach ¢ AoT ap = —2.5 a; = —3.5 ap = —4.5
CONST Monat 13 0.82 1.44 Power 0.86 0.86 0.87

Median [IQS] %Max. 22 [20-24] 0.15% 22 [20-24] 0.30% 22 [20-24] 0.35%
TREND Monat 13 0.82 1.44 Power 0.83 0.82 0.84

Median [IQS] %Max. 20 [19-22] 0.15% 20 [18-21] 0.25% = 19 [17-21] 0.30%
CONST Monat 13 0.35 0.72 Power 0.84 0.85 0.86

Median [IQS] %Max. 29 [25-37] 19% 28 [25-34] 17.5% = 28 [24-35] 19.45%
TREND Monat 13 0.35 0.72 Power 0.83 0.83 0.84

Median [IQS] %Max. 26 [24-33] 18.7% 25 [23-20] 16.7% 24 [22-28] 18.75%
CONST Monat 13 0.35 1.44 Power 0.87 0.86 0.88

Median [IQS] %Max. 18 [16-19] 0% 17 [15-19] 0% 17 [15-19] 0%
TREND Monat 13 0.35 1.44 Power 0.85 0.85 0.85

Median [IQS] %Max. 17 [15-18] 0% 16 [14-17) 0% 15 [14-17] 0%
CONST Monat 25 0.82 1.44 Power 0.92 0.91 0.91

Median [IQS] %Max. 25 [25-25] 0.15% 25 [25-25] 0.3% 25 [25-25] 0.35%
TREND Monat 25 0.82 1.44 Power 0.92 0.92 0.93

Median [IQS] %Max. 25 [25-25] 0.15% 25 [25-25] 0.25% 25 [25-25] 0.30%
CONST Monat 25 0.35 0.72 Power 0.85 0.87 0.87

Median [IQS] %Max. 29 [25-37) 19% 28 [25-34] 17.5% 28 [25-35] 19.45%
TREND Monat 25 0.35 0.72 Power 0.85 0.86 0.87

Median [IQS] %Max. 26 [25-33] 18.7% 25 [25-29] 16.75% 25 [25-28] 18.75%
CONST Monat 25 0.35 1.44 Power 0.96 0.97 0.98

Median [IQS] %Max. 25 [25-25] 0% 25 [25-25] 0% 25 [25-25] 0%
TREND Monat 25 0.35 1.44 Power 0.97 0.97 0.98

Median [IQS] %Max. 25 [25-25] 0% 25 [25-25] 0% 25 [25-25] 0%
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Abbildung 12: Quantile der Studienlaufzeiten (in Monaten) fiir BCM-CONST und BCM-

TREND.
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Abbildung 13: Quantile der Studienlaufzeiten (in Monaten) fiir BCM-CONST und BCM-

TREND.
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Abbildung 14: Quantile der Fallzahlen fiir BCM-CONST und BCM-TREND.
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6 Diskussion

In dieser Arbeit wurde eine bereits bestehende Methode zum verblindeten kontinuier-
lichen Monitorieren fiir rekurrierende Ereignisdaten auf Félle erweitert, in denen ein
negativer Zeittrend in den Ereignisraten vorliegt. Das Verfahren wurde mit Hilfe einer
Simulationsstudie auf seine Charakteristika, wie die Wahrscheinlichkeit des Fehlers 1.
Art, den Bias der geschatzten Parameter und die Power, untersucht. Weiterhin wurden
die Laufzeiten der Studien und die Fallzahlen nach verblindetem Monitorieren betrach-
tet. Als mogliche Startzeiten fiir das verblindete kontinuierliche Monitorieren wurden
zwei Zeitpunkte untersucht, ein Zeitpunkt der circa ein Jahr vor Ende der Rekrutie-
rungsphase liegt und ein zweiter Zeittpunkt, einen Monat nach Ende der Rekutierungs-
phase. Zusatzlich wurde die bereits bestehende Methode zum verblindeten Monitorieren
fiir rekurrierende Ereignisdaten ohne zeitlichem Trend in den Raten (Friede u.a., 2018)
auf rekurrierende Ereignisdaten mit negativem Zeittrend in den Raten angewendet, um
zu untersuchen, wie sich Abweichungen von der Annahme von tiber die Zeit konstant
bleibenden Raten auf die Ergebnisse, die mit dem Verfahren erzielt werden kénnen, aus-

wirken.

Das verblindete kontinuierliche Monitorieren dient in klinischen Studien dazu, Studien-
laufzeiten oder Fallzahlen im Verlauf einer Studie so anzupassen, dass die vorher fiir eine
Studie festgelegte Power erreicht wird. Das ist vor allem in solchen Situationen niitzlich,
in denen es besonders schwierig ist die Storparamter, wie Basisrate oder Uberdispersi-
on vor Studienbeginn abzuschétzen, zum Beispiel weil nicht genug Daten aus fritheren
Studien vorliegen. Weiterhin ist es in Féllen hilfreich, in denen es eine besondere Her-
ausforderung darstellt, Patienten zu rekrutieren oder besonders zu schiitzende Patienten
getestet werden, beispielsweise bei klinischen Studien zu seltenen Erkrankungen, wie der
Multiplen Sklerose im Kindesalter (Friede u.a., 2018). Um eine optimale Laufzeitanpas-
sung beim verblindeten kontiniuerlichen Monitorieren zu erreichen wird die Information
des Effektschétzers im Studienverlauf verblindet geschéatzt und die Studie gestoppt so-
bald die Information ein bestimmtes, vorher festgelegtes Niveau erreicht hat. Wie bei
jedem adaptiven Design, ist es wichtig dabei sicherzustellen, dass es durch die Verén-
derung am Studiendesign auf Basis der Interimsschétzung nicht zu einer Inflation des
Fehlers 1. Art kommt.

Bei negativen Zeittrends in den Ereignisraten, in Hohe wie sie beispielsweise fiir Schub-
raten in einer MS-Studie erwartet werden kénnen, resultiert fiir das verblindete kontinu-
ierliche Monitorieren in den untersuchten Féllen weder eine praktisch relevante Inflation
der Wahrscheinlichkeit des Fehlers 1. Art, noch ein Verlust an Power. Auch eine Abwei-
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chung von der Voraussetzung konstanter Rate bei den untersuchten Szenarien in Form
eines negativen Zeittrends stellt keine Gefahr im Sinne eines moglichen verfrithten Stu-
dienendes, und somit einem Verlust an Power oder einer Inflation der Wahrscheinlichkeit
des Fehlers 1. Art dar. Das gilt sowohl fiir Startzeitpunkte des Monitorierens nach un-
gefdhr der Hélfte der Rekrutierungszeit als auch fiir Startzeitpunkte des Monitorierens
einen Monat nach Ende der Rekrutierungsphase. Bei grofieren negativen Zeittrends und
einem frithen Start des Monitorierens liefert die Berticksichtigung des zeitlichen Trends
im Trendmodell bei der verblindeten Schétzung der Information Studiendesigns mit kiir-
zeren Laufzeiten und geringeren Fallzahlen unter Beibehaltung der Power und beinahe
ohne Inflation des Fehlers 1. Art. Die Unterschiede der Laufzeitmediane betrug fiir solche

Szenarien in dieser Simulationsstudie circa 2 bis 3 Monate.

Die Schéatzer des Behandlungseffekts weisen fiir beide Methoden nur geringfiige Ver-
zerrungen auf. Auch die Uberdeckungswahrscheinlichkeiten der 95%-Konfidenzintervalle
liegen im erwarteten Bereich. Die Schétzer von anfanglicher Basisrate, Zeittrend und
Uberdispersion aus dem Trendmodell weisen ebenfalls keine bedeutsame Verzerrung auf.
Wird der Zeittrend bei der Auswertung nach Monitorieren nicht berticksichtigt (an die
Daten wird ein Negativ-binomial Modell angepasst) ist der Schitzer der Uberdispersi-
on fiir Félle, in denen die Studie aufgrund des Monitorierens frither gestoppt wurde,

verzerrt.

Die Unterschiede in der Power beider Methoden sind fiir die meisten untersuchten Szena-
rien gering. Erst bei frithem Monitorierungsstart und grofien zeitlichen Trends, die stark
iiber dem Ausmaf eines Zeittrends liegen, der beispielsweise in einer klinischen Studie zu
MS erwartet werden kann (Nicholas u. a., 2012), zeigt sich in den simulierten Daten, dass
die Power im Trendmodell bei Abweichung der Parameter von der Planungssituation (im
Sinne von hoheren Basisraten oder niedrigerer Uberdispersion) nidher am vorgegebenen
Niveau liegt. In solchen Féllen scheint im Trendmodell eine genauere Abschétzung der
tatsdchlichen Information in den Daten gewdhrleistet zu sein als im Negativ-Binomial
Modell, das den zeitlichen Trend nicht beriicksichtigt. Es stellt sich die Frage, warum die
Unterschiede zwischen beiden Verfahren nicht deutlicher ausfallen. Die Power hangt von
der GroBe des Effekts, von der Menge der Daten und der Fahigkeit des Tests ab, einen si-
gnifikanten Effekt zu erkennen, falls dieser tatséichlich vorhanden ist. Die Effektschatzer
beider Verfahren weisen keine deutliche Verzerrung auf und auch die Uberdeckungs-
wahrscheinlichkeiten der 95%-Konfidenzintervalle befinden sich fiir beide Verfahren im
erwarteten Bereich. Auch unter grofien Zeittrends sind die Effektschétzer bei der falsch-
lichen Annahme konstanter Raten nicht deutlich verzerrt. Die Studienlaufzeit hingt von

der Hohe der verblindet geschétzten Information ab, da die Studie erst dann gestoppt
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wird, wenn die Information ein bestimmtes kritisches Level erreicht. Bei groflien Zeit-
trends scheint es zu einer leichten Unterschétzung der verblindet geschétzten Informa-
tion zu kommen, falls man den Zeittrend im Negativ-Binomial Modell unberiicksichtigt
lasst, was in diesen Féllen zu etwas langeren Laufzeiten und hoherer Power fiihrt. In
den meisten untersuchten Féllen scheint sich die verblindet geschéatzte Information zwi-
schen den Verfahren jedoch nicht stark zu unterscheiden. Im Negativ-Binomial-Modell
ist der Schéitzer der Uberdispersion verzerrt, in Richtung einer Uberschitzung der Uber-
dispersion und die Verzerrung vergréfert sich, je grofler der Zeittrend ist. Daher wird
angenommen, dass in den Szenarien, in denen sich die Verfahren kaum unterscheiden,
die Basisraten im Negativ-Binomial iiberschitzt werden. Eine Uberschitzung der Uber-
dispersion und der Raten wiirden sich, betrachtet man die Formel zur Berechnung der
Information des Effektschétzers im Negativ-Binomial-Modell, sozusagen gegenseitig aus-
gleichen konnen. Das konnte erklaren, warum die Nichtberiicksichtigung des Trends in
vielen Fallen weder zu einer starken Erhéhung, noch zu einem Verlust an Power im Ver-
gleich zum Verfahren mit Trendmodell fithrt. Hier wére es fiir Folgestudien interessant,
die verblindet geschéatzten Information fiir beide Verfahren systematisch zu vergleichen.
Auch die Erwartung, dass bei der Schéitzung der kumulativen Basisraten bei Auslas-
sung des zeitlichen Trends bei der Datenauswertung eine Verzerrung auftritt, im Sinne,
dass die Basisraten hier tiberschatzt werden und in welcher Hohe dies geschieht sollte

untersucht werden.

Bei der Bewertung der Ergebnisse sind einige Einschrankungen zu beachten. Zum einen
wurden nur Félle untersucht in denen die Nachbeobachtungszeiten in beiden Gruppen
gleich verteilt sind. Dies ist in der Praxis nicht immer der Fall. Durch Studienabbrii-
che kann es zwischen beiden Behandlungsgruppen zu unterschiedlichen Fallzahlen und
Nachbeobachtungszeiten kommen. Hier muss die Robustheit der Methoden weiter unter-
sucht werden. Auch sind Situationen vorstellbar, in denen der zeitliche Trend nicht, wie
hier simuliert, in beiden Gruppen gleich ist, sondern in einer der Behandlungsgruppen
starker ausfallt, beispielsweise aufgrund der Wirkweise des Medikaments. In zukiinftigen
Studien konnte iiberprift werden, wie gut das Verfahren zum verblindeten kontinuier-
lichen Monitorieren mit Trendmodell bei unterschiedlichen Zeittrends fiir Behandlungs-
und Kontrollgruppe funktionieren. Hier ware interessant systematisch zu untersuchen
wie sich eine Verzerrung bei der verblindeteten Schétzung des Zeittrends auf die Infor-
mation und somit auf die Power und Laufzeiten der Studien auswirkt. Interessant wére
es in zukiinftigen Studien das Trendmodell fiir saisonale Zeittrends (beispielsweise bei

der chronisch-obstruktiven Lungenerkrankung) zu untersuchen.
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Das verblindete kontinuierliche Monitorieren bietet Vorteile in Bezug auf die Variabi-
litdt der Fallzahlen bei kontinuierlichen Daten gegeniiber Fallzahlanpassungsverfahren
mit einer Fallzahlneuschitzung zu nur einem Zeitpunkt wéhrend der Studie (BSSR). Ein
Verfahren zur BSSR bei rekurrierenden Ereignisdaten mit Zeittrend wurde von Schneider
u. a. (2013) vorgestellt. Interessant wére es das verblindete kontiniuerliche Monitorieren
zu erweitern, so dass auch eine Verldngerung der Studie moglich wird, sobald dies als
notig erachtet wird und die von Schneider u.a. (2013) vorgestellte Methode mit dem
verblindeten kontiniuerlichen Monitorieren fiir Trenddaten vergleichen. In dieser Studie
wurden monatliche Monitorierungsschritte untersucht. Es ware interessant zu untersu-
chen, was der beste Abstand der Monitorierungsschritte ist, der zu einem guten Ergebnis
in Bezug auf Power und Wahrscheinlichkeit des Fehlers 1. Art und Variabilitat der Lauf-
zeiten fiihrt, um den logistischen Aufwand des kontinuierlichen Monitorierens weniger

aufwendig zu machen.

Insgesamt weist das verblindete kontinuierliche Monitorieren mit Trendmodell gute Ei-
genschaften in Bezug auf die Einhaltung der Power, der Wahrscheinlichkeit eines Fehlers
1. Art und der Anpassung der Laufzeit der Studien auf. Das Trendmodell liefert unver-
zerrte Schétzer. Beim Verfahren ohne Beriicksichtigung des Zeittrends stellen negative
Zeittrends im untersuchten Ausmafl kein Risiko fiir eine Inflation der Wahrscheinlich-
keit des Fehlers 1. Art oder eine zu niedrige Laufzeit dar. Bei relativ grofien zeitlichen
Trends ermoglicht das verblindete kontinuierliche Monitorieren mit Trendmodell etwas
kiirzere Laufzeiten. Das Verfahren sollte in weiteren Simulationsstudien mit anderen Ar-
ten und Mustern von zeitlichen Trends (zum Beispiel positive Zeittrends oder saisonale

Zeittrends) untersucht werden.
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Anhang 48

Anhang A
Fisher-Information 1(5,6, v) im Trend-Modell

Man erhélt die Fisher-Informationsmatrix fiir das Trend-Modell, indem man den Erwar-
tungswert der negativen zweiten partiellen Ableitung der Log-Likelihood-Funktion nach
dem Parametervektor bildet. Die Standardfehler der Parameterschéatzer konnen aus der
Inversen der Fisher-Informationsmatrix ermittelt werden, da 6,7, & N, (0, I (éML)_l)
und (Bar1); & N (03, [T(Barz) i) (Held . Sabanés Bové, 2014).

Beim Monitorieren wird die vor Beginn der Studie berechnete Information I* mit der
wahrend der laufenden Studie berechneten Information des Effektschatzers I, vergli-

chen (Studie wird gestoppt falls Iy, > I*), wobei

x _ (z1—atz1-5)? o 1 AL * .
I = BT und Iy = TSR und 3; = log (/\1) und S} der Effekt ist,

der vor der Studie angenommen wird.

Die Log-Likelihood-Funktion fiir das Trend-Modell ist gegeben durch

TG Yvij
1(B1, 0, 01, ¢) = 21: , (o + antije) + Z Z Yij (log(p) + xif1) +
1=07=1k=1 1=0j=1

1 n;

I3 (log(T(Yy; +¢ 1)) —log (T(¢™1)) —
i=0j=

1 n;

3 (ter D log (1+ pa; ! exp(ag) exp(wifi) (exp(arTyy) — 1))
=0 j=

Schneider u.a. (2013).

In der Fisher-Informationsmatrix
e 9%l 9%l 9% 7
982 9B10ar  0B1dag  0B10p

021 021 021
804% Oa10ag  Oa1dyp

E{— [(%22 log f(l“;ﬁl,041,040,90161,041,040,90)” =Eq{-

921 921
80% dapp
91
e 972 |

sind die Erwartungswerte aller gemischten partiellen Ableitungen zweiter Ordnung nach

@ null.



Anhang 49

Die ersten partiellen Ableitungen nach i, ap und «; sind

oL Ay (Th;,0)(1 + soylj)
= Y1 23
ol 1j7 1+L)0Y:Lj)
aao—zzzlfzz ”
=0 j=1 k=1 =0 j=
ol 1+ L,OY;J (1 + L,O}/”) GXp(alTij)Ti]’
- t Ai(Ty;,0 - 25
o ZZ; ) WAL (et ST )
=0 j=1 1 1=0 j=1

wobei A; (135, 0) = E{\i(T};,0|Ui; = wij)} = 1/ exp(ap)(exp(a1T;;)—1) exp(x; ).

Die zweiten gemischten partiellen Ableitungen nach ¢ sind

Pl Mi(Ty,0)(Yay — Ai(T4y,6))
9B10p Z (14 @A1(T14,9))? o
82l _ 2]7 _A ( 1370))
90y ‘;Z ( +<ﬂ1\ Tu,e» 20
7 Jj=1
921 Yij — Ai(Tij,0) (Yij — Ni(Tij,0)) exp(a1 Tig) Ty
__ Ai(T;;,0 J J _ J J J)2ig
day O z; Z; J (al 1+ @Ai(Ti5,0))2  a1(1+ eAi(Tij,0)2 (exp(an Tij) — 1)) 28)
=0 j

. . 2 DL A (T ,0)(B{Y1;}—A1(T1;,0
Da E{Y,;} = Ai(T;;, 0) ergibt sich, dass E{ 2L} = P2 (A =8 — 0 und
8% | _ 0%l | _
ebenfalls, dass F {_aaw} =F {_80414,0} = 0.

Fiir die Berechnung der Varianz von (; iiber die Inverse der Fisher-Informationsmatrix

ist daher nur v = (01, a1, ap) notwendig, denn

_E{ g;i} E{_agfcln} E{_Bgf(llo} _

wobei Z(v) = E{— 0% } E{_?ﬁ} E{— 92 }

8ﬁ1a1 da? 80{00{1

-E{_agillo} E{_afjél} E{_%} J
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H;j = exp(ap) exp(x; 1) exp(oiTi;) Tij
Hi; = exp(ag) exp(B1) exp(a1Th;) 115
Hy; = exp(ag) exp(a1To;)To;

AN A (Thy)
E{ 851B1} _jzl (1+ oA1(T14,0))

M

_672[ :no Ao(To;,0) - A (T, 0)
E{ } A

Oag | = (1+ pho(Ty;, 1+ @A(T3;,0))

' M

gl 2L _§ A1 (Th )
dP1a < (1+ oA (T15,0))

]:

E {_ i } _ f: exp(ao) exp(an To;) To; — Ao(To;,0) i exp(ap) exp(B1) exp(anThy)T1j — A (T, 6)

dapay j:1 a1(1 + ¢Ao(Tos,0)) = ai (14 @A (T14,0))
_ ZZ Ai(T35,0)
i=0 j=1 X1 1+‘PA (T35, 9))
El_ 821 _i Hlj—Al(le,H)
df1on — a1(1+ ¢Ai(T1y,0))
A 12 = (A(T3,0))°) + 2 (Hyy — Mi(T5,6))
{ al} ZZ% T35 — ( : 2] ) < -
8061 =0 j=1 a1(1+(pAZ(TZJv‘9))
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Um den Eintrag 7 (V);ll zu berechnen, kann man folgendes Ergebnis nutzen, das aus einer ein-

fachen Formel fiir die Berechnung der Inversen einer 3x3 Matrix stammt:

a b c - (ei — fh)

IZw)y'=1|d e f| = gaoy
g h 1

det(Z(v)) =aei +bfg+ cdh — gec — afh —idb

Da Z(v) symmetrisch ist und a = ¢, ergibt sich
det(Z(v)) = aei + 2abf — ea® — af? — ib?

daher ist,

I(y)il — (62 - f2) — Z(e’L B f2)
W gei + 2abf —ea? — af? —ib2  aei? + 2abfi — ea?i — af2i — i2b2

i(ei — £2) i(ei — f?)

aei? + 2abfi — ea?i — af?i — 202 + a?f2 — a2f2  (ai — a?)(ei — f2) — (ib — af)?

E _ 9% EJd - a%1 E _ 2% —EJd_ %1 2
da2 Bora; daz EEIET

- 2 2
221 221 921 221 221 921 921 221 221 221
[e{-gte{-at} el [ {-ate{-a}-e{-20} ] - [p{-aste{-8} - {-#0} e {5

3
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ni no ni ni 2
— (Bron)2] = A1 (Tyy) Ao (Toy,0) Aq1(Tyy,0) _ A1 (Ty)
[(181)(@0c0) = (ra0) ]‘; (T ohi (11,.0)) (Z; (T pho(Th;.0)) *; (1+¢A1<T1j,e>>> (2 <1+¢A1<T1j,9>>>

_ i A1 (Thy) i Ao(Toj, 0)
p (14 A1 (T15,0)) gt (14 ©Ao(To;,0))

Hiy —Ai(T3,0) [~ Ao(Th,0) ~ Mi(T4,0)
[(Bra1)(oao) — (Brao)(a1ao)] Z (T oM (11.0)) <Z; (0 F oho(Toy. 0) + > a +¢A1(le70))>
j= j=

' M

A1(T1y) Zo Hoj — Ao(To;,0) +Zl Hyj — A1(Thy4,0)
1+ @A1(T15,90)) — ai(1+pAo(To;,0)) 4 - ar(1+ pA1(T15,9))
=

n
Z Ao(Toy) Z Hyj — A (T1y,0) Z A1 (T ) XO: Hoj — Ao(Toy,0)
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Z e Y - Z o) Z o
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— (Mi(Tj,0)?) + 2 (Hij — Ai(Ti5,0))

[(a1a1)(a0ao) — (a1a0)? ZZ (IJMD ”7”’ (ZZ% Hi Ty — dts
1=0 j=1
(ZZ ai( 1+7t,0A

zya

2
0)
9))

zyv

¢ (H?
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_22(14»90 ”’”7 <Zozla1 Hlelji
S (5T
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Anhang B (R-Code)

Simulationsfunktion
# Simulation of Poisson process with time trend

simPP <— function(n0, theta, effect, phi = NULL, k = 1,
recrYRS, fllwYRS, interimYRS = NULL){

# overall number of participants
n <— nO0x*(1 + k)

# participant 1ID
id <— 1:n

# recruitment times for linear recruitment
rec.time <— c(seq(0, rectrYRS, length.out = n0), seq(0, recrYRS, length.out = kx*n0))

# observation times
if (is.null(interimYRS)) {obs.time <— rep(fllwYRS, n)} else {

obs.time <— interimYRS — rec.time
obs.time[obs.time < 0] <— 0
obs.time[obs.time > fllwYRS] <— fllwYRS

# label treatment group
group <— c(rep(0,n0), rep(1,n0x%k))

# between -patient heterogeneity (gamma distributed rates)
# gamma-distributed with expectation 1 and variance phi
if(is.null(phi) || phi == 0){u <— rep(1l, n)} else {

u <— rgamma(n, shape = 1/phi, scale = phi)}

# lambda at time t = 0
lambda <— uxexp(theta [1])*exp(log(effect)s*group)

# function to simulate event times from stationary poisson process
# (for e.count = 0 the e.times = numeric (0) )
events <— function (Ilmbd, years){

rate <— lmbdxyears

e.count <— rpois (1, rate)

e.tms <— runif(e.count, min = 0, max = years)

e.tms <— sort(e.tms)

return (e.tms)

}
pp <— list ()

for(i in 1:n){pp[[i]] <— list(u = ul[i],
lambda = lambda[i],
e.times.stat = events(lambda[i], obs.time[i]),

group = group[i])

# thinning

for(i in 1:n){
# generate random numbers from uniform distribution between 0 and 1
pp[[i]]8z <— runif(length(pp[[i]]8e.times.stat))

# calculate (non-stationary) lambda for each stationary event time
pp[[i]]$lambda Xk <— pp[[i]]Buxexp(theta[l] + theta[2]*pp[[i]]8Be.times.stat)*exp(log(effect)*group[i])

# keep event time if z <= (lambda_Xk/lambda), i.e. delete event time if z > (lambda_Xk/lambda)
pplli]]$e.times <— pp[[i]]8e.times.stat[pp[[i]]$z <= (pp[[i]]$lambda_Xk/pp[[i]]$lambda)]

# number of events N(T)

pp[[i]]8n.events <— length(pp[[i]]$e.times)
n.events = unlist (lapply(pp, ’[[’, ’n.events’))
e.times = lapply(pp, ’[[’, ’e.times’)

# make start / stop columns
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for(i in 1:n){e.times[[i]] <— ¢(0, rep(e.times[[i]], each = 2), NA)}
e.times.mat <— matrix(unlist(e.times), ncol = 2, byrow = TRUE)
colnames (e.times .mat) <— c("start", "stop")
# store variables in data-frame
d <— data.frame( id = id,
group = group,

n.events = n.events,

obs.time = obs.time,

rec.time = rec.time,

u = u,
lambda = lambda)
# add row for each event
d <— d[rep.int(seq_len(nrow(d)), (n.events+1)), ]
d <— cbind(d, e.times.mat)
# censoring variable
d$event <— 1
d$event [is.na(d$stop)] <— 0
d$stop [is .na(d$stop)] <— obs.time
# interarrival times
d$gaptime <— d$stop — d$start
# exclude cases with:
# - "no censoring" (event occurs at very last time point during

# - observation time = 0

d <— subset(d, d$start != d$stop)

return(d)
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Log-Likelihood

# log-likelihood
LL <— function(param, d){
alpha0 <— param[1]
alphal <— param[2]
phi <— param [3]
# beta = 0 in blinded estimation

beta <— if(is.na(param[4])) {beta <— 0} else {beta <— param|[4]}

if (phi < le—6) phi <— le—6
#if (phi < 1e-6) return (-Inf)

d_nr <— subset(d, d$start == 0)

y_ij <— d_nr$mon.n.events
T _ij <— d_nr$mon.obs.time

t_ijk <— d$stop[d$mon.event == 1]

# no information about treatment allocation in blinded estimation

if (is .na(param[4])) {x_i <— 0} else {x_i <— d_nr$group}

x <— sum(alpha0 + alphal=t_ijk) +
sum(y_ij*(log(phi) + x_ixbeta)) +
sum (lgamma(y_ij + 1/phi) — lgamma(l/phi)) —
sum((y_ij + 1/phi)*log(l + (phi/alphal)*exp(alphaO)*exp(x_i*beta)*(exp(alphal*T _ij) —

return (x)

D))
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Startwerte

1 startVals <— function(x, x_nr, mon.time, blnd = TRUE){

2

3 # how many events in first half year’s (or less) observations of each patient?

4 sumE_halftime <— sum(x8$mon.event [x$stop <= 0.5])

5

6 # how long is the observation time (sum time of all patients)?

7 sumT_halftime <— sum(sapply (x_nr$mon.obs.time, function(x) min(x, 0.5)))

8

9 # alpha O

10 a0.strt <— log(sumE_halftime / sumT_halftime)

11

12 if (sumE_halftime == 0){a0.strt <— log(le—6)}

13

14 # alpha 1

15 al.strt <— —0.1

16

17 # phi

18 phi.strt <— (var(x_nr$mon.n.events) — mean(x_nr$mon.n.events)) / mean(x_nr$mon.n.events) 2
19

20 if (phi.strt < le—6) phi.strt <— 1le—6

21

22 # start values: blinded

23 sv <— c(a0.strt = a0.strt, al.strt = al.strt phi.strt = phi.strt)

24

25 # start values: unblinded

26 if (!blnd) {

27 bl.strt <— log( mean(x_nr$mon.n.events [x_nr$group == 1]) / mean(x_nr$mon.n.events[x_nr$group == 0])
28

29 if (sum(x_nr$mon.n.events [x_nr$group == 0) stop("group 1 has zero events")
30 if (sum(x_nr$mon.n.events [x_nr$group == 0) stop("group O has zero events")
31

32 sv <— c(sv, bl.strt = bl.strt)

33 }

34

35 return(sv)

36 }
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BCM-TREND

1 bcmtrend = function(n0O, Tbl, Ta0O, Tal, Tphi, interimYRS,
2 n.sim, Flcrit, firstlook

3

4 ### save place for data

5

6 # estimates

7 Ebl = rep(NA, n.sim) # estimate effect

8 Ebl_Se = rep(NA, n.sim) # estimate standard

9 Ea0 = rep(NA, n.sim)

10 Eal = rep(NA, n.sim)

11 Ephi = rep(NA, n.sim)

12

13 # likelihood ratio test

14 LR = rep(NA, n.sim)

15

16 # number of patients

17 N = rep(NA, n.sim)

18

19 # convergence

20 conv.monloop = rep(NA, n.sim) # convergence in monitoring loop
21 conv.monloop.ct = rep(NA, n.sim) # convergence in monitoring loop
22 conv = rep(NA, n.sim) # convergence full model

23 conv0 = rep(NA, n.sim) # convergence null model

24

25 # count step 2 for calculating alternative start values
26 strtvls.step2.monloop = rep(NA, n.sim)

27 strtvls.step2.monloop.ct = rep(NA, n.sim)

28 strtvls.step2.x1 = rep(NA, n.sim)

29 strtvls.step2.x0 = rep(NA, n.sim)

30

31 # warnings

32 warns . monloop = rep(NA, n.sim)

33 warns . monloop.ct = rep(NA, n.sim)

34 warns.ml = rep(NA, n.sim)

35 warns .m0 = rep(NA, n.sim)

36

37 warns .min. theta.monloop = rep(NA, n.sim)
38 warns . theta.ml = rep(NA, n.sim)

39 warns . theta.m0 = rep(NA, n.sim)

40
41 # al was =zero
42 no.trend.monloop = rep(NA, n.sim)

43 no.trend.ml = rep(NA, n.sim)

44

45 # phi was < le-6

46 phi.too.small.monloop = rep(NA, n.sim)

a7 phi.too.small . ml = rep(NA, n.sim)

48

49 # average follow-up time and study length
50 avgFU = rep(NA, n.sim)

51 SL = rep(NA, n.sim)

52

53 # observed Information (blinded)
54 obsFImon = rep (0, n.sim)

55

56 simnr = rep(NA, n.sim)

57

58 ### maximal observation time
59 max.obs.time = fllwYRS

60

61 ### n.sim loop

62 for(j in 1:n.sim){

63

64 my.objects <— c("a0.hat",
65 "a0.hat.0",
66 "blb1l",

67 "a0a0",

68 "atain,

69 "a1a0",

70 "alb1l",

71 "aOb1l",

72 "b1l_SE",

73 "d_bem",

74 "d_bcm_nr",
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"Do",

"D1",

"FisherInfo",
"fisher.info.inv.11.bld",
"fisher.info.inv.11",
"HO",

"H1",

"index",

"Lo",

"L1t,

"mstrt.vls",

"maO.hat",
"mphi.hat",
"mprm" ,

"mDO ",
"mD1",

"mD"

"mHO" ,
"mH1",
"nTj",
"mbib1l ",
"maOaO",
"malal",
"malaO",
"malbl",
"maOb1l",
"mLO",
"mL1",
"mFisherInfo",
"mon.time",
"phi.hat",
"phi.hat.O0",
"prm" ,
"rams ",
"strt.vls",
"simdat",
"Tiv,

"T1jr,

"TOj ",
"unbl.FisherInfo",

X7,

"XO“)
rm(list = Is ()[1ls () %in% my.objects])
# Count warnings/convergence
# count non-convergence in monitoring loop

ncount <— 0

nyesno <— 0

# count warnigns for glm.nb() start vals in monitoring

wncount <— 0

wnyesno <— 0

# count step 2 and step 3 for calculating alternative

step2 <— 0

step2.count <— 0
step2.x1 <— 0
step2.x0 <— 0

# warnings for step2 in final analysis
wnyesno.ml <— 0

wnyesno.m0 <— 0

# save theta when iteration limit is reached
wnthetamin <— Inf
wntheta.ml <— NA
wntheta .m0 <— NA

# count al was zero

al.was.zero <— 0

loop

start

values
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al.was.zero.ml <— 0

# count phi < le-6
phi.blw.lemin6 <— 0
phi.blw.lemin6.ml <— 0

# Initialize variables

# start point for monitoring
k <- 0
# start value for Fisher Information

mFisherInfo <— 0

" "

simulate data until
simdat <— simPP(n0 = noO,
theta = ¢(Ta0, Tal),
effect = exp(Thbl),
phi = Tphi,
recrYRS = recrYRS,
fllwYRS = fllwYRS,
interimYRS = interimYRS)

endpoint at planning stage

if (sum(is.na(simdat))>0) stop("there is a missing value

# absolute event times (= on investigator ’s time scale)
simdat$abs.start <— simdat$start + simdat$rec.time
simdat$abs.stop <— simdat$stop + simdat$rec.time

HABRABRABHBRARABRBRBB BB BHARABABRBRBB BB BB RABABR BB BB BB BB RBABABR BB BB BH AR R HABRBR BB BB H RS H

### repeat monitoring until Information reaches critical
while (mFisherInfo < Flcrit){

# monitoring time
mon.time <— firstlook + kxtstep

# subset data for blinded continuous monitoring

in the data set")

value or study ends ###

# (= throw out events with event time > monitoring time)

# all events which start before mon.time and censored
d_bcm <— simdat [simdat$abs.start <= mon.time, ]
censored = 0)

# categorize events (event = 1,

d_bcm$mon. event <— ifelse (d_bcm$abs.stop <= mon.time & d_bcm$stop < max.obs.time,

# observation times at current monitoring time point

d_bcm$mon. obs . time <— mon.time — d_bcm$rec.time

# exclude patients with zero observation time (i.e. re

d_bcm <— d_bcm[d_bcm$mon. obs.time != 0, ]

# upper limit for observation times (i.e.

events

c.time == mon.time)

maximal follow -up time)

d_bcm$mon . obs . time [d_bcm$mon. obs.time > max.obs.time] <— max.obs.time

# reduce data to n rows (= one row per patient)
rnms <— as.numeric(row.names(d_bcm))
index <— rnms %% 1 == 0

d_bcm_nr <— d_bcm[index, c("id", "group", "n.events",

# number of events at current monitoring time point

d_bcm_ nr$mon.n.events <— sapply(split (d_bcm$mon.event ,

"mon.obs.time")]

d_bcm8$id), sum)

# go one step ahead if no events occured until monitoring time point

if (sum(d_bcm_nr$mon.n.events) == 0) {k <— k + 1;
if (mon.time — (recrYRS + fllwYRS) >= 0 ) Dbreak;
next}

# export number of events at current monitoring time point to d_bcm

d_bcm8$mon.n.events <— NA

split (d_bcm$mon.n.events, d_bcm$id) <— split(d_bcm nr$mon.n.events, d_bcm nr8$id)

#% bcm trend

# start values

mstrt.vls <— startVals(d_bcm, d_bcm_nr, mon.time, blnd = TRUE)

1,

0)
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# maximisation of the log-likelihood with the pooled data

mx <— optim(par = c(mstrt.vls["a0.strt"], mstrt.vls["al.strt"], mstrt.vls["phi
d = d_bcm, control = list (fnscale = —1))
# step2: choose new starting values if algorithm does not converge

F ok sk ok ok sk ok ok sk ok ok ok ok sk ok ok ok sk ok ok sk ok ok ok ok sk ok ok ok ok ok sk ok ok ok ok ok ok sk ok ok ok ok sk ok ok sk ok ok sk ok ok ok ok sk ok ok ok ok ok ok sk ok ok K

if (mx$convergence > 0){
step2 <— 1
step2.count <— step2.count + 1

mm <— MASS::glm.nb(mon.n.events ~ 1 + offset (log(mon.obs.time)),

data

= d_bcm_nr)

mal.hat <— coef(mm)[1]

# do
if (!
#

poisson model if warning
is.null (mm$th.warn) && mm$th . warn == "iteration 1limit reached"){

count cases with warmnigns

wnyesno <— 1

wncount <— wncount + 1

wnthetamin <— min(wnthetamin, mm$theta)

#

poisson model

mm <— glm(mon.n.events ~ 1 + offset (log(mon.obs.time)),

family = poisson(link = "log"), data = d_bcm_nr)

ma0.hat <— coef(mm)[1]

}
mphi.hat <— ifelse(l/mm$theta > le—6, 1/mm$theta, le—6)
mx <— optim(par = c(ma0.hat, mstrt.vls["al.strt"], mphi.hat), fn = LL, d =
control = list (fnscale = —1))
¥
if (mx$convergence != 0) {nyesno <— 1;

#Blinded E

#Estimates

ncount <— ncount + 1}

stimation of parameters

mprm <— mx$par

names (mprm) <— c("a0", "al", "phi")

# Set

lower bound for phi

if (mprm["phi"] < le—6) {mprm["phi"] <— le—6
phi.blw.lemin6 <— 1}

# Set Dm to exp(a0)*t when al is close to zero
if (mprm(["al1"] > —le—6 & mprm["al"] < le—6) {

# c

ount

al.was.zero <— al.was.zero + 1

mD <— exp(mprm["a0"])*d_bcm nr$mon.obs.time

} else {

mD <— (1/mprm["al1"])*exp(mprm|["a0"])*(exp(mprm|["al"]*d _bcm nr$mon.obs.time) —

#Blinded e
mD0 <—
mD1 <—

mTj <—

stimation of cumulative rates DeltaO and Deltal
mDx2/(1 4+ expct.RR)
mDOxexpct .RR

d_bcm_nr$8mon. obs.time

# rename cumulative rates

mLO <—
mL1l <—

# term
mHO <—
mH1 <—

mDO
mD1

exp (mprm|["a0"]) *xexp (mprm["al1"]*mTj)*mTj
mHO*expct .RR

mblbl <— 0.5%(sum(mLl/(14+mprm["phi"]*mL1l)))

malal <— 0.5 (

.strt"]),

d_bcm,

1)

fn

LL,
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sum(1l/mprm|["al" ] *mHO*mTj — (mprm["phi"]*(mHO2—mL0"2) +
2% (mHO — mLO))/((mprm["a1"]"2)*(l4+mprm["phi"]*mL0))) +

sum(1l/mprm|["al"]*mHl*mTj — (mprm["phi"]*(mH1"2—mL172) + 2%(mH1 — mL1))/((mprm["a1"]"2)*(l4+mprm["phi"]*mL1))))

mala0 <— 0.
malbl <— 0.5%* (sum((mHl-mL1l)/(mprm["al"]*(l4mprm["phi"]*mLl))))
maObl <— 0.5%(sum(mL1/(14+mprm["phi"]*mL1)))

ma0a0 <— 0.5%(sum(mLl/(14+mprm["phi"]*mLl)) + sum(mLO/(l14+mprm["phi"]*mLO0)))

fisher .info.inv.11.bld <— ma0aO*(malal*ma0a0 — mala0~2)/
((mblblsma0a0 — ma0Obl~2)%(malal*xma0a0 — mala0~2)—(malbl*ma0a0 — maOblsmala0)”2)
#H#H
#Blinded estimation of Fisher Info
mFisherInfo <— 1/fisher.info.inv.11.bld

#%

### go one month ahead
k<— k +1

### stop if all patients reach max. follow-up time

### (absolute monitoring time - (recruitment period + follow-up))
if (mon.time — (recrYRS + fllwYRS) >= 0 ) break

### monitoring stop #HHHFABHBHAAHABARABAAARARARBARAHRARABABARARAAABARAABARARABABARBRFRARH

HUBBAABABAABARAABARAABARAABARAABHBARBARA A BB R ABBARABBARA BB AA ARG R ARG R ARG R ARG R ARG RHRREH
oFIm <— mFisherInfo

### Wald -Test

# start values
strt.vls <— startVals(d_bcm, d_bcm_nr, mon.time, blnd = FALSE)

# maximisation of the log-likelihood

"

d = d_bcm,

control = list (fnscale = —1))

# Choose new starting values if algorithm does not converge
H ST @D 2 ok sk ok ok sk sk ok ok ok ok ok ke ke ok ok ok ok ok ke sk ok ok ok ok sk sk ok ok ok ok ok sk ke ok ok ok ok ok ke ok ok ok Sk ok ok ok ok ok ok Sk ok

if (x$convergence > 0){
step2.x1 <— 1
d_bcm_nr$groupf <— as.factor (d_bcm_nr$group)

m <— MASS::glm.nb(mon.n.events ~ groupf + offset(log(mon.obs.time)), data = d_bcm_nr)
a0.hat <— coef(m)[1]

b.hat <— coef(m)[2]

phi.hat <— ifelse(1/m$theta > le—6, 1/m$theta, le—6)

if(!is.null(m$th.warn) && m$th.warn == "iteration limit reached"){
# count cases with warnigns
wnyesno.ml <— 1
wntheta.ml <— m$theta

d_bcm_nr8$groupf <— factor (d_bcm nr$group)

# poisson model

m <— glm(mon.n.events ~ groupf + offset (log(mon.obs.time)),
family = poisson(link = "log"),
data = d_bcm_nr)

a0.hat <— coef(m)[1]
b.hat <— coef(m)[2]
phi.hat <— le—6

x <— optim(par = c(a0.hat, strt.vls["al.strt"], phi.hat, b.hat), fn = LL, d = d_bcm,

control = list (fnscale = —1))

<— optim(par = c(strt.vls["a0.strt"], strt.vls["al.strt"], strt.vls["phi.strt"], strt.vls["bl.strt"]),

5% (sum ((mHO—mL0) / (mprm["a1" ] *(14+mprm["phi"]+*mL0))) + sum((mHl-mL1l)/(mprm|["a1"]*(14+mprm|["phi"]*mL1))))

fn = LL,
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379 1

380

381 # Estimates

382 prm <— x$par

383

384 if (length (x$par) < 4) stop("less than 4 parameters in final analysis")
385

386 names (prm) <— c("a0", "al", "phi", "betal")

387

388

389 # Set lower bound for phi

390 if (prm["phi"] < le—6){ prm["phi"] <— le—6

391 phi.blw.lemin6.ml <— 1 }

392

393 # Set DO to exp(a0) when al is close to =zero

394 if (prm["a1"] > —le—6 & prm["al"] < le—6){

395 al.was.zero.ml <— 1

396

397 DO <— exp(prm["a0"])*d _bcm_ nr$mon. obs.time[d becm _nr$group == 0]

398

399 } elsef{

400

401 # Cumulative rate Deltal

402 DO <— (1/prm["al"])*exp(prm["a0"])*(exp(prm["al"]*d _bcm nr$mon.obs.time[d _bcm nr$group == 0]) — 1)
403 }

404

405 # Cumulative rate Deltal

406 D1 <— DOxexp(prm|["betal"])

407

408 # Fisher Info

409

410 TO0j <— d_bcm_nr$mon.obs.time[d_bcm nr$group == 0]

411 T1j <— d_bcm nr$mon.obs.time[d_bcm nr$group == 1]

412

413 # rename cumulative rates

414 LO <— DO

415 L1 <— D1

416

417 # term

418 HO <— exp(prm|["a0"])*exp(prm["al1"]*T0j)*TO0j

419 H1l <— HOxexp(prm|["betal"])

420

421 blbl <— (sum(L1/(14+prm["phi"]=*L1)))

422 alal <— (sum(l/prm["a1"]*HO*T0j — (prm["phi"]*(HO 2—-L0"2) + 2%(HO — LO))/ ((prm["a1"]"2)*(l+prm["phi"]*L0))) +
423 sum(1l/prm["a1"]*«H1+*T1lj — (prm["phi"]*(H1"2—L172) + 2x(H1 — L1))/((prm["a1"]"2)*(1+4+prm["phi"]*L1))))
424 ala0 <— (sum((HO-LO)/(prm["al1"]*(14+prm["phi"]*L0))) + sum((H1-L1)/(prm["al"|*(1l4+prm["phi"]xL1))))
425 albl <— (sum((H1-L1)/(prm["al"]*(14+prm["phi"]xL1))))

426 a0bl <— (sum(L1/(14prm["phi"]*L1)))

427 a0a0 <— (sum(L1/(l14prm["phi"]*L1)) 4 sum(LO/(l+prm["phi"]*L0)))

428

429 fisher.info.inv.11 <— a0aOx(alal*xa0a0 — ala072)/

430 ((blblxa0a0 — a0Obl72)*x(alal*ala0 — ala0"2)—(alblxa0a0 — aOblxala0)~2)
431

432

433 # standard error of bl

434 bl_SE <— sqrt(fisher.info.inv.11)

435

436 EFIm <— 1/fisher.info.inv.11

437 # TFIm

438

439

440 ### LR-Test

441 x0 <— optim(par = c(strt.vls["a0.strt"], strt.vls["al.strt"], strt.vls["phi.strt"]), fn = LL, d = d_bcm,
442 control = list (fnscale = —1))

443

444 if (xO8convergence > 0){

445

446 step2.x0 <— 1

447

448 m0 <— MASS::glm.nb(mon.n.events ~ 1 + offset (log(mon.obs.time)), data = d_bcm_nr)
449 a0.hat.0 <— coef(m0)[1]

450

451 if(!is.null(mO$th.warn) & & mO$th.warn == "iteration 1limit reached"){
452 wnyesno .m0 <— 1

453 wntheta.m0 <— mO$theta

454
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455 # poisson model

456 m0 <— glm(mon.n.events ~ 1 4+ offset (log(mon.obs.time)),
457 family = poisson(link = "log"),
458 data = d_bcm_nr)

459

460 a0.hat.0 <— coef(m0)[1]

461 }

462

463 phi.hat.0 <— ifelse(1/mO$theta > le—6, 1/mO8theta, le—6)
464

465 x0 <— optim(par = c(a0.hat.0, strt.vls["al.strt"], phi.hat.0), fn = LL, d = d_bcm,
466 control = list (fnscale = —1))
467

468 1

469

470 ### save estimated parameters

471 Ea0O[j] = x$par[1]

472 Eal[j] = x$par[2]

473 Ephi[j] = x8$par[3]

474 Ebl[j] = x$par[4]

475

476 warns . monloop[j] = wnyesno

477 warns . monloop.ct[j] = wncount

478

479 warns.ml[j] = wnyesno.ml

480 warns.mO[j] = wnyesno.m0

481

482 conv.monloop[j] = nyesno

483 conv.monloop.ct[j] = ncount

484

485 conv[j] = x8convergence

486 conv0[j] = x08convergence

487

488 strtvls.step2.monloop[j] = step2

489 strtvls.step2.monloop.ct[j] = step2.count
490 strtvls.step2.x1[j] = step2.x1

491 strtvls.step2.x0[j] = step2.x0

492

493 no.trend.monloop[j] = al.was.zero

494 no.trend.ml[j] = al.was.zero.ml

495

496 phi.too.small.monloop[j] = phi.blw.lemin6
497 phi.too.small . mi[j] = phi.blw.lemin6.ml
498

499 warns .min. theta . monloop[j] = wnthetamin
500 warns.theta.ml[j] = wntheta.ml

501 warns . theta.mO[j] = wntheta .m0

502

503

504 Ebl_Se[j] = bl_SE

505 LR[j] = 2% (x8$value — x08value)

506

507 N[j] = length(d_bcm nr$id)

508

509 avgFU[j] = mean(d_bcm_nr$mon.obs.time)
510 SL[j] = mon.time

511 obsFImon[j] = oFIm

512 simnr[j] = j

513

514}

515

516 Res <— data.frame(

517

518 Tbl,

519 Ebl,

520 Ebl_Se,

521 LR,

522

523 Ta0,

524 Ea0,

525 Tal,

526 Eal,

527 Tphi,

528 Ephi,

529

530 conv .monloop,
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531 conv .monloop.ct,

532 conv ,

533 conv0 ,

534

535 warns . monloop ,

536 warns . monloop.ct ,

537 warns .ml,

538 warns .m0,

539

540 strtvls.step2.monloop.ct,
541 strtvls .step2.x1,

542 strtvls.step2.x0,

543

544 no.trend.monloop,

545 no.trend .ml,

546

547 phi.too.small.monloop,
548 phi.too.small.ml,

549

550 warns . min. theta .monloop,
551 warns . theta .ml,

552 warns . theta .m0,

553

554 N,

555 avgFU,

556 SL,

557 obsFImon,

558 SimNr = simnr)

559

560 #### make results table

561 ## effective number of simulations
562 n.sim.res <— max(Res$SimNr, na.rm = TRUE)
563

564 ## Wald Test

565 #Betas and standard errors

566 betas <— Ebl
567 betas_se <— Ebl_Se
568 betas__true <— Tbl

569

570 #z-values

571 z <— betas/betas_se

572 #How many times HO was rejected?

573 pstarType2wald <— mean(z < gnorm(0.025))
574 #Monte Carlo error

575 mcerrType2wald <— sqrt ((pstarType2wald*(1—pstarType2wald))/n.sim)
576

577 ## Likelihood -Ratio Test
578 Ir_sig <— (LR > qchisq(0.95, 1) & betas < 0)
579 #How many times HO was rejected?

580 pstarType2lira <— mean(lr_sig)

581 #Monte Carlo error

582 mcerrType2lira <— sqrt((pstarType2lirax(l—pstarType2lira))/n.sim)
583

584 ## coverage probability for confidence intervals
585 Cllower <— Ebl — gnorm(l1 — 0.025)=*Ebl_Se

586 Clupper <— Ebl + gnorm(l1 — 0.025)=*Ebl_Se

587 ClIcoversTbl <— (Tbl >= Cllower & Tbl <= Clupper)
588 CI_CoverProb <— mean(ClcoversTbl)*100

589

590 ## Bias

591 Biasa0 <— mean(Ea0) — Ta0

592 Biasal <— mean(Eal) — Tal

593 Biasphi <— mean(Ephi) — Tphi

594 Biasbl <— mean(Ebl) — Tbl

595

596 ## follow-up times

597 FU <— c(m = mean(avgFUx12),

598 sd = sd(avgFU=x12),

599 quantilesbpcrt = quantile (avgFU*x12, probs = ¢(0,0.05,0.25,0.5,0.75,0.95,1)),
600 prctmax = mean(avgFU == fllwYRS)*100)

601

602 ## study length

603 ST <— c¢(m = mean(SL*12),

604 sd = sd(SLx12),

605 quantilesbpcrt = quantile(SL%12, probs = ¢(0,0.05,0.25,0.5,0.75,0.95,1)),
606 prctmax = mean(SL == (fllwYRS+recrYRS))*100)
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607
608 #
609
610
611
612 #
613
614
615
616
617
618 #
619
620
621
622
623
624
625
626
627
628
629
630
631
632
633
634
635
636
637
638
639
640
641
642
643
644
645
646
647
648
649
650
651
652
653
654
655
656
657
658
659
660
661
662
663
664
665
666
667
668
669
670
671
672
673
674
675
676
677
678
679
680 }

# standard error of
Ose_bl <— sd(betas)

Ese_bl <— mean(betas_se) #

number of patients
N <— c¢(m = mean(N),
sd = sd(N),

betal

# observed

estimated from Fisher Information

quantilesbpcrt = quantile(N, probs = ¢(0,0.05,0.25,0.5,0.75,0.95,1)),
prctmax = mean(N == (n0x%2))*100)

# summary of results

opc <— c(Ta0 = TaOl,

AEa0 = mean(Ea0) ,

a0 ,

Biasa0 = Bias

Tal = Tal,

AEal = mean(Eal),
Biasal = Bias

Tphi = Tphi

al,

’

AEphi = mean(Ephi),

Biasphi = Bias

Tbl = Tbl,

phi,

AEbl = mean(Ebl) ,
Biasbl = Biasbl,
Obs_SEbl = Ose_bl,
Est_SEbl = Ese_bl,

CIL_CV_PR = CI_CoverProb,

hOrej.wald = pstarType2wald,
mcerr.wald = mcerrType2wald ,
hOrej.lira = pstarType2lira,
mcerr. lira = mcerrType2lira,
studylength = ST,
followuptime = FU,
N = N,
# sSum.nonconv.mon = sum(conv.monloop),
# sum.nonconv.mon.ct = sum(conv.monloop.ct),
# sum.nonconv.1l = sum(conv == 1),
# sum.nonconv0 .1l = sum(conv0 == 1),
# sum.nonconv .10 = sum(conv == 10),
# sum.nonconv0 .10 = sum(conv0 == 10),
#
# sum.warns .mon = sum(warns.monloop),
# sum.warns.mon.ct = sum(warns.monloop.ct),
# sum.warns .ml = sum(warns.ml),
# sum.warns .m0 = sum(warns.mO),
#
# sum.step2.mon.ct = sum(strtvls.step2.monloop.ct),
# sum.step2.x1 = sum(strtvls.step2.x1),
# sum.step2.x0 = sum(strtvls.step2.x0),
#
# sum.no.trend.mon = sum(no.trend.pmonloop),
# sum.no.trend.ml1 = sum(no.trend.ml),
#
# sum.phi.too.small.mon = sum(phi.too.small.monloop),
# sum.phi.too.small.ml = sum(phi.too.small.ml),
#

sum.na. betas
sum.na. betas_se

= sum(is .na(betas)),

= sum(is .na(betas_se)),

n.sim.res = n.sim.res,
avgobsFImon = mean(obsFImon) ,
obsFImon.rg = range(obsFImon),
firstlook = firstlook)

#return (opc)
#return (Res)
A <— list (Res, opc)
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BCM-CONST

bcmconst = function(n0, Tbl, Ta0O, Tal, Tphi, recrYRS, fllwYRS,

n.sim, Flcrit, firstlook , tstep){
### save place for data

# estimates

Ebl = rep(NA, n.sim)
Ebl_Se = rep(NA, n.sim) # estimate standard error of
ElI0 = rep(NA, n.sim)
Ephi = rep(NA, n.sim)

# estimate effect

# likelihood ratio test
LR = rep(NA, n.sim) # Chi-Square
LR.pval = rep(NA, n.sim) # p-value

# p-values from glm.nb

glm.nb.pval = rep(NA, n.sim)

# number of patients
N = rep(NA, n.sim)

# convergence

# estimate baseline rate (i.e.

effect
Intercept

interimYRS,

of glm.nb)

non.conv.monloop = rep(NA, n.sim) # convergence in monitoring loop
non.conv.monloop.ct = rep(NA, n.sim) # convergence in monitoring loop
non.conv.ml = rep(NA, n.sim) # convergence full model

non.conv.m0 = rep(NA, n.sim) # convergence null model

# warnings

warns . monloop = rep(NA, n.sim)

warns . monloop.ct = rep(NA, n.sim)

warns .m0 = rep(NA, n.sim)

warns.ml = rep(NA, n.sim)

warns . min. theta . monloop = rep(NA, n.sim)
warns . theta.ml = rep(NA, n.sim)
warns . theta .m0 = rep(NA, n.sim)

# average follow-up time and study length
avgFU = rep(NA, n.sim)
SL = rep(NA, n.sim)

# observed Fisher Information (blinded)

obsFImon = rep (0, n.sim)
simnr = rep(NA, n.sim)

### maximal observation time
max. obs.time = fllwYRS

#### n.sim loop

for(j in 1:n.sim){

my.objects <— c("b.hat",
"d_becm"

"d_bcm_nr",

"index",
"10.hat",
"lr.chi.squ",
"mO",

"mi",

"mimO",

"mm" ,

"mlambda.hat",
"mlambdaO.hat",
"mlambdal.hat",
"mphi.hat",
"mIt",

"mI2",
"mon.time",
"mFisherInfo",
"phi.hat",
"pv.chi.squ",
"roms" ,

"simdat")
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###

rm(list = Is ()[1s() %in% my.objects])

# counter for non-convergence in monitoring loop
ncount <— 0

nyesno <— 0

# counter for warnings in monitoring loop
wncount <— 0
wnyesno <— 0

# warnings in mi

wnml <— 0

# save theta when iteration 1limit is reached
wnthetamin <— Inf
wntheta.ml <— NA
wntheta .m0 <— NA

# Initialize variables

# start point for monitoring

k <— 0

# start value for Fisher Information
mFisherInfo <— 0

simulate data until "endpoint at planning stage"
simdat <— simPP(n0 = no0,

theta = c¢(Ta0, Tal),

effect = exp(Thl),

phi = Tphi,

rectrYRS = recrYRS,

fllwYRS = fllwYRS,

interimYRS = interimYRS)

if (sum(is.na(simdat))>0) stop("there is a missing value
# absolute event times (= on investigator ’s time scale)

simdat$abs.start <— simdat$start + simdat$rec.time

simdat$abs.stop <— simdat$stop + simdat$rec.time

in the

data set"

HAEBRAABHBRARARABA BB AR RRBRABARABR BB BB BB RRABABA BB AR BB BB RRARARABR BB BB RBRRARARRBR BB BB RRRHEH

###

repeat monitoring until Fisher Information reaches critical

while(mFisherInfo < Flcrit){

# monitoring time

mon.time <— firstlook + kxtstep

# subset data for blinded continuous monitoring

# (= throw out events with event time > monitoring time)

# all events which start before mon.time and censored
d_bcm <— simdat [simdat$abs.start <= mon.time, |

# categorize events (event = 1, censored = 0)

events

value

or study

ends

#H##

d_bcm$mon. event <— ifelse (d_bcm$abs.stop <= mon.time & d_bcm$stop < max.obs.time,

# observation times at current monitoring time point

d_bcm8$mon . obs.time <— mon.time — d_bcm$rec.time

# exclude patients with zero observation time (i.e. re

d_bcm <— d_bcm[d_bcm$mon. obs.time != 0, ]

c.time

mon . time)

# upper 1limit for observation times (i.e. maximal follow-up time)

d_bcm$mon. obs . time [d_bcm8$mon. obs .time > max.obs.time] <— max.obs.time

# reduce data to n rows (= one row per patient)
rnms <— as.numeric(row.names(d_bcm))
index <— rnms %% 1 == 0

d_bcm_nr <— d_bcm|[index, c("id", "group", "n.events",

# number of events at current monitoring time point

d_bcm nr$mon.n.events <— sapply(split(d_bcm$mon.event,

"mon.obs.

time")]

d_bcm$id), sum)

# go one step ahead if no events occured until monitoring time

point

1,

0)
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151 if (sum(d_bcm_nr$mon.n.events) == 0) {k <— k + 1;

152 if (mon.time — (recrYRS + fllwYRS) >= 0 ) break;

153 next}

154

155

156 #% bcm-const

157 # blinded estimates of rates

158 mm <— glm.nb(mon.n.events ~ 1 + offset (log(mon.obs.time)), data = d_bcm_nr)
159 mphi.hat <— 1/mm$theta

160 mlambda . hat <— exp(coef(mm)[1])

161

162 # if model does not converge

163 if (mm$converged == FALSE){

164 nyesno <— 1

165 ncount <— ncount + 1

166 !

167

168 if(!is.null(mm$th.warn) & & mm$th.warn == "iteration 1limit reached"){
169 # count cases with warnigns

170 wnyesno <— 1

171 wncount <— wncount + 1

172 wnthetamin <— min(wnthetamin, mm$theta)

173

174 # poisson model

175 mm <— glm(mon.n.events ~ 1 + offset (log(mon.obs.time)),

176 family = poisson(link = "log"),

177 data = d_bcm_nr)

178

179 mlambda . hat <— exp(coef(mm)[1])

180 mphi.hat <— 0

181 !

182

183 # blinded estimation of annual relapse rates for both groups
184 mlambda0 . hat <— 2%mlambda.hat/(1 + expct.RR)

185 mlambdal. hat <— mlambda0O.hatxexpct.RR

186

187 # Fisher Info

188 mlIl <— 0.5%sum(d_bcm_nr$mon. obs.timexmlambdal.hat/(1 + mphi.hat*d_bcm nr$mon. obs.times*mlambdal.hat))
189 ml2 <— 0.5*sum(d_bcm_nr$mon. obs.timexmlambda0.hat/(1 + mphi.hat*d_bcm_nr$mon. obs.timesmlambda0.hat))
190

191 mFisherInfo <— 1/(1/mlIl + 1/mlI2)

192 #x*

193

194 #### go one month ahead

195 k<— k + 1

196

197 # stop if all patients reach max. follow-up time

198 # (absolute monitoring time - (recruitment period + follow-up))
199 if (mon.time — (recrYRS + fllwYRS) >= 0 ) break

200 !

201 HHEBRBHBHBHRBARA BB BABHRBRBABABRBABABHRBARABR BB BB BRBHRBARA BB BA BB BB R HAHA BB BARARHRHRH
202

203 oFIm <— mFisherInfo

204

205 #### Wald -Test

206

207 # GLM

208 d_bcm_nr$group = factor (d_bcm nr$group)

209 ml <— glm.nb(mon.n.events ~ group + offset (log(mon.obs.time)), data = d_bcm_nr)
210 b.hat <— coef(ml)[2]

211 10 . hat <— coef(ml)[1]

212 phi.hat <— 1/ml$theta

213

214

215 if (!is.null(ml$th.warn) & & ml$th.warn == "iteration limit reached"){
216 wnml <— 1

217 wntheta.ml <— ml$theta

218

219 ml <— glm(mon.n.events ~ group + offset(log(mon.obs.time)),
220 family = poisson(link = "log"),

221 data = d_bcm_nr)

222

223 b.hat <— coef(ml)[2]

224 10 . hat <— coef(ml)[1]

225 phi.hat <— 0

226 }
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227

228 if(!is.null (mO$th.warn) & & mO$th.warn == "iteration limit reached"){wntheta.m0 <— mO$theta}
229

230 #### save estimated parameters

231 Ebl[j] = b.hat

232 Ebl_Se[j] = summary(ml)$coefficients[2,2]
233 Ephi[j] = phi.hat

234 EI0[j] = 10.hat

235

236 warns . monloop[j] = wnyesno

237 warns.monloop.ct[j] = wncount

238 warns.mO[j] = !is.null(mO$th.warn) & & mO$th.warn == "iteration limit reached"
239 warns.ml[j] = wnml

240

241 non.conv.monloop[j] = nyesno

242 non.conv.monloop.ct[j] = ncount

243 non.conv.ml[j] = as.numeric(ml$converged == FALSE)
244 non.conv.mO[j] = as.numeric(mO$converged == FALSE)
245

246 warns.min. theta.monloop[j] = wnthetamin
247 warns. theta.ml[j] = wntheta.ml

248 warns . theta.mO[j] = wntheta .m0

249

250

251 glm.nb.pval[j] = summary(ml)$coefficients [2,4]
252 LR[j] = Ir.chi.squ

253 LR.pval[j] = pv.chi.squ

254

255 N[j] = length(d_bcm nr8$id)

256

257 avgFU[j] = mean(d_bcm_nr$mon.obs.time)
258 SL[j] = mon.time

259 obsFImon[j] = oFIm

260 simnr[j] = j

261

262}

263

264 Res <— data.frame(

265

266 Thl,

267 Eb1,

268 Ebl_Se,

269 LR,

270 LR.pval,

271 glm.nb.pval,

272

273 Ta0,

274 ElO,

275 Tal,

276 Tphi,

277 Ephi,

278

279 warns . monloop ,

280 warns . monloop.ct ,

281

282 warns.ml,

283 warns .moO,

284

285 non.conv.monloop,

286 non.conv.monloop.ct,

287 non.conv.ml,

288 non.conv.mo,

289

290 warns .min. theta .monloop,

291 warns . theta .ml,

292 warns . theta .m0,

293

294 N,

295 avgFU,

296 SL,

297 obsFImon,

298 SimNr = simnr)

299

300 #### make results table

301 ## number of simulations

302 n.sim.res <— nrow(Res)



303
304
305
306
307
308
309
310
311
312
313
314
315
316
317
318
319
320
321
322
323
324
325
326
327
328
329
330
331
332
333
334
335
336
337
338
339
340
341
342
343
344
345
346
347
348
349
350
351
352
353
354
355
356
357
358
359
360
361
362
363
364
365
366
367
368
369
370
371
372
373
374
375
376
377
378

Anhang

72

## Wald Test
#Betas and standard
betas <— Ebl
betas_se <— Ebl_Se
betas__true <— Tbl

#z-values
z <— betas/betas_se

#How many times HO was

errors

rejected?

pstarType2wald <— mean(z < gnorm(0.025))

#Monte Carlo error

mcerrType2wald <— sqrt((pstarType2wald*(1—pstarType2wald))/n.sim)

## Likelihood -Ratio Test
Ir_sig <— (LR > qchisq(0.95,

#How many times HO was

rejected?

pstarType2lira <— mean(lr_sig)

#Monte Carlo error

1) & betas < 0)

mcerrType2lira <— sqrt((pstarType2lirax(l—pstarType2lira))/n.sim)

## coverage probability for confidence intervals
Cllower <— Ebl — gnorm(l1 — 0.025)=*Ebl_Se
Clupper <— Ebl 4+ gnorm(l1 — 0.025)=*Ebl_Se
ClcoversTbl <— (Tbl >= Cllower & Tbl <= Clupper)
CI_CoverProb <— mean(ClcoversTbl)*100

## Bias

Biasphi <— mean(Ephi) — Tphi
Biasbl <— mean(Ebl) — Tbl

## follow-up times

FU <— c(m = mean(avgFUx12),
sd = sd(avgFU=x12),
quantilesbpcrt = quantile (avgFUx12,
prctmax = mean(avgFU == fllwYRS)*100)

## study length

ST <— c¢(m = mean(SL*12),
sd = sd(SLx12),

quantilesbpcrt

= quantile(SLx12,

## standard error of betal

Ose_bl <— sd(betas)

Ese_bl <— mean(betas_se) #

# number of patients
N <— c¢(m = mean(N),

#

observed

sd = sd(N),
quantilesbpcrt = quantile(N, probs
prctmax = mean(N == (n0x2))*100)

## summary of results

opc <— c(Ta0 = Ta0,
AEa0 = NA,

Biasa0 = NA,

Tal = Tal,
AEal = NA,

Biasal = NA,

Tphi = Tphi,
AEphi = mean(Ephi),

Biasphi =

Tbhl = Tbl,

Biasphi ,

AEbl = mean(Ebl) ,
Biasbl = Biasbl,

Obs_SEbl = Ose_bl,
Ese_bl,

Est_SEbl =

CI_CV_PR =
hOrej.wald
mcerr . wald

hOrej.lira

CI_CoverProb,

pstarType2wald ,
mcerrType2wald ,
pstarType2lira ,

probs = ¢(0,0.05,0.25,0.5,0.75,0.95,1)),

probs = ¢(0,0.05,0.25,0.5,0.75,0.95,1)),
prctmax = mean(SL == (fllwYRS+recrYRS))*100)

estimated from glm.nb

¢(0,0.05,0.25,0.5,0.75,0.95,1)),
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379
380
381
382
383
384
385
386
387
388
389
390
391
392
393
394
395
396
397
398
399
400
401
402
403
404
405
406 }

mcerr. lira

studylength

followuptime

N = N,

sum.nonconv.mon .
sum.warns .mon.
sum.nonconv .

sum.nonconvO0

sum.warns

EE T A T

sum.warns

sum.na. betas
sum.na. betas_se

n.sim.res

avgobsFImon

obsFImon.rg
firstlook

#return (opc)
#return (Res)
A <— list (Res, opc

sum.nonconv .mon

ct

sum.warns .mon

ct

ml

.m0
.m0

.ml

)

mcerrType2lira ,

ST,

FU,

sum (non.conv.monloop),

sum (non.conv.monloop .

sum(warns .monloop),

sum (warns .monloop.ct)

sum (non.conv.ml
sum (non . conv .m0
sum (warns .m0) ,

sum (warns .ml) ,

n.sim.res,

mean (obsFImon)

range (obsFImon),
firstlook)

= sum(is .na(betas)),

ct),

B

B

= sum(is .na(betas_se)),
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